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Resumo: Este estudo teve como objetivo de-
senvolver um modelo de Machine Learning para análise e
classificação do gênero do movimento, com base no teor
das intimações recebidas do sistema Processo Judicial Ele-
trônico (PJe), no âmbito da 1ª instância, com a finalidade
de agilizar a atuação dos Promotores de Justiça. Para isso,
foi explorada a eficácia de diferentes arquiteturas de Redes
Neurais Recorrentes (RNNs) na classificação do teor das
intimações judiciais recebidas pelo Ministério Público do
Estado da Bahia (MPBA). Foram utilizadas três variantes
de RNNs - RNN Simples, LSTM e BLSTM - para classifi-
car os textos. Os modelos foram treinados e avaliados com
base na acurácia de teste, precisão e revocação, utilizando
a matriz de confusão. Os resultados da predição mos-
traram que os modelos LSTM e BLSTM apresentaram
maior acurácia geral, enquanto os modelos RNNs Sim-
ples, embora menos precisos, demandaram menor tempo
de treinamento. As métricas acurácia geral, precisão para
a classificação do gênero do movimento "Ciência"e revo-
cação para "Não Ciência"dos modelo escolhidos de cada
arquitetura foram, respectivamente: RNN Simples - 86%,
76% e 83%; LSTM - 88%, 80% e 87%; BLSTM - 88%,
79% e 86%.

Palavras-chave: Redes Neurais Recorrentes,
LSTM, BLSTM, Bidirecional, Classificação de Texto, Ma-
chine Learning, Processamento de Linguagem Natural, In-
timações Judiciais, Ministério Público.

1 Introdução

No âmbito do Ministério Público do Estado
da Bahia (MPBA), as intimações eletrônicas envia-
das pelo sistema Processo Judicial Eletrônico (PJe)
são recepcionadas pelo sistema Integrado de Dados,
Estatística e Atuação (IDEA) para a efetivação da
consulta eletrônica ao teor da intimação e a certifi-
cação nos autos da sua realização, como por exem-
plo, através de uma mera ciência. A referida consulta
deve ser realizada em até dez dias corridos contados
da data do envio da intimação, sob pena de conside-
rar a intimação automaticamente realizada na data
do término desse prazo.

Os movimentos de ciência são definidos ape-
nas com base na análise do teor da intimação. Por
sua vez, os demais movimentos exigem conhecimento
do conteúdo integral do processo para análise, estudo
e elaboração da peça.

Em 2023, o sistema IDEA recepcionou mais
de 1.600 intimações/ dia do sistema PJe de 1ª instân-
cia. A análise das intimações judiciais é um desafio
para os Promotores de Justiça devido ao volume exor-
bitante, à diversidade de conteúdo e à necessidade de
resposta rápida e precisa.

O Processamento de Linguagem Natural
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(PLN) é um campo de pesquisa que tem como ob-
jetivo investigar e propor métodos e sistemas de pro-
cessamento computacional da linguagem humana [3],
sendo uma de suas aplicações mais comuns a classi-
ficação de textos. A classificação do teor das intima-
ções recebidas é um desafio por se tratar da linguagem
jurídica, caracterizada por sua complexidade, vocabu-
lário específico e estrutura formal.

Os modelos de Redes Neurais Recorrentes
(RNNs) foram escolhidos para este estudo devido à
sua capacidade de processar sequências de dados onde
o contexto e a ordem temporal são essenciais para a
compreensão. Três variantes de RNNs foram utili-
zadas para a classificação do teor das intimações: a
RNN Simples, a Long Short-Term Memory (LSTM)
e a Bidirecional LSTM (BLSTM).

O objetivo deste trabalho foi realizar uma tri-
agem inicial classificando o gênero do movimento do
teor das intimações judiciais em "Ciência"e "Não Ci-
ência".

2 Trabalhos Relacionados/Referencial Teó-
rico

Antes de explorar a aplicação das RNNs, foco
deste estudo, foram utilizados como referencial os mé-
todos tradicionais de classificação de textos: Regres-
são Logística e o Naive Bayes. Esses modelos forne-
cem uma base sólida para compreender como técnicas
mais avançadas, como as RNNs, podem melhorar o
resultado na classificação de textos.

Segundo [13], a Regressão Logística é uma
técnica estatística usada para modelar a relação entre
uma variável dependente binária e uma ou mais va-
riáveis independentes. É amplamente utilizada para
prever a probabilidade de ocorrência de um evento,
sendo particularmente útil em situações onde a va-
riável de resposta é categórica (0 ou 1, verdadeiro ou
falso). De acordo com [14], Naive Bayes é um método
de classificação baseado no Teorema de Bayes com a
suposição de que todas as características são indepen-
dentes umas das outras dado a classe. É um modelo

probabilístico que utiliza a probabilidade condicional
para realizar a classificação.

As RNNs surgiram da necessidade de armaze-
nar estados ocultos para processar dados sequenciais,
onde a ordem importa, visando sanar a limitação das
redes neurais tradicionais que tratam cada entrada de
forma independente. Esta abordagem foi influenciada
pelos estudos de [12] e [5], que introduziram arquite-
turas capazes de capturar dependências temporais em
dados sequenciais. Anteriormente, o modelo de Hopfi-
eld, descrito em [11], já havia estabelecido a base para
redes neurais com capacidades de memória, embora
em um contexto diferente, enfatizando a importân-
cia dos estados estáveis e da autoassociação em redes
neurais.

RNN Simples é a forma mais básica de RNN,
em que a propagação de informações da rede se dá
através das conexões entre as unidades que formam
um ciclo, que permite a persistência da informação ao
longo da sequência, utilizando estados ocultos que são
atualizados a cada passo de tempo. No entanto, sua
capacidade de capturar dependências de longo prazo
é limitada pela dificuldade de lembrar dessas infor-
mações devido ao desvanecimento de gradientes, con-
forme discutido por [2].

LSTM, variação das RNNs descrita por [10], é
projetada para capturar dependências de longo prazo
em dados sequenciais. Sua arquitetura contém célu-
las de memória com mecanismos de portas — entrada,
esquecimento e saída — que regulam o fluxo de infor-
mações, permitindo adicionar ou remover conteúdo
de forma controlada. Isso evita os problemas de ex-
plosão e desaparecimento de gradientes, tornando-a
eficaz para manter informações relevantes por longos
períodos.

Rede Neural Recorrente Bidirecional
(BRNN), introduzida por [17], consiste em duas
camadas separadas, onde uma camada processa a
sequência de entrada na direção temporal normal,
enquanto a outra camada processa a sequência na
direção inversa. As saídas dessas duas camadas são
então combinadas, geralmente concatenadas, para
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formar a saída final em cada ponto da sequência.
Isso a torna capaz de considerar informações con-
textuais tanto do passado quanto do futuro em uma
sequência de dados. A Bidirecional LSTM (BLSTM),
RNN que combina a estrutura bidirecional com célu-
las LSTM, visa melhorar as tarefas de processamento
sequencial, especialmente em problemas onde o con-
texto completo de uma sequência é crucial, conforme
discutido por [8].

Alguns estudos já exploraram a aplicação de
RNN para a classificação de textos: [1] explorou o uso
de RNN para a classificação de fake news em língua
portuguesa; [6] aplicou técnicas de redes neurais para
a classificação de textos, com foco em análise de sen-
timentos; [15] investigou a mineração de textos para
a classificação de processos judiciais trabalhistas.

3 Metodologia

O processo Knowledge Discovery in Databa-
ses (KDD) foi utilizado para guiar a metodologia.

3.1 Coleta de Dados

Para viabilizar a pesquisa, inicialmente, foi
obtida a autorização da administração superior do
MPBA para acessar os dados do sistema IDEA. Pos-
teriormente, procedeu-se à extração dos dados neces-
sários para a construção do dataset, com a consulta
direta ao banco de dados SQL Server, onde foram
obtidos os registros de recebimento das intimações,
incluindo a identificação do processo, a data de rece-
bimento, a identificação do aviso, o nome do arquivo
HTML do teor da intimação, a identificação do movi-
mento e a descrição desse movimento. As intimações
referem-se à processos sem sigilo, do ano de 2023, re-
cebidas do sistema PJe de 1ª instância. O resultado
da consulta retornou 593.988 registros. Para com-
plementar os dados, foi necessário obter os arquivos
HTML armazenados no servidor de arquivos. Com
base nos nomes dos arquivos HTML foi realizada a
recuperação de 593.907 arquivos, totalizando o tama-
nho de 16,1 GB.

3.2 Preparação dos Dados

Em posse das duas bases de dados, contendo
os dados das intimações e os arquivos HTML, foi pos-
sível unir as informações em um dataset único. O
primeiro passo consistiu em identificar quais registros
das intimações tinham o nome correspondente a um
arquivo HTML. Após a exclusão dos registros sem ar-
quivo referenciado e dos registros que referenciavam
o mesmo arquivo, restaram 593.831 registros. Em
seguida, os arquivos HTML foram lidos e o texto ex-
traído foi armazenado no dataset. Durante a leitura,
observou-se que parte dos arquivos estavam corrom-
pidos não sendo possível extrair o texto. Estas ocor-
rências foram excluídas, restando 588.368 registros.
Por fim, foi criado o atributo indicativo do gênero do
movimento, a partir da descrição do movimento. O
valor 1 foi atribuído para os registros com a descrição
iniciada por "ATOS FINALÍSTICOS > Ciência", e os
demais receberam valor 0.

3.3 Análise Exploratória

O conjunto de dados base era composto de
oito atributos, sendo cinco do tipo inteiro e três do
tipo objeto. Os atributos com relevância para este
estudo são: DsMovimento, campo objeto, que indica
a especificação do movimento a que se refere a inti-
mação; StCiencia, campo inteiro, que indica o gênero
do movimento, onde 0 significa "Não Ciência"e 1 sig-
nifica "Ciência"; e Conteudo_HTML, campo objeto,
contendo o teor da intimação.

Das 588.368 instâncias do conjunto de dados,
nove apresentaram registros nulos no atributo Con-
teudo_HTML, sendo necessária a eliminação imedi-
ata destas. Dessa forma, a coleção de dados foi redi-
mensionalizada para 588.359 instâncias.

Analisando o atributo DsMovimento, foram
identificados 164 movimentos distintos e altamente
desbalanceados. Cerca de 90% dos dados estavam
concentrados em apenas dez movimentos, sendo as
duas maiores classes: "ATOS FINALÍSTICOS > Ma-
nifestação (920198)", movimento de "Não Ciência",
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com 312.992 (53,2%) instâncias e a classe "ATOS FI-
NALÍSTICOS > Ciência > Outras ciências (920197)",
movimento de "Ciência", com 73.531 (12,5%) instân-
cias.

O atributo StCiencia também estava desba-
lanceado, sendo 372.036 (63,2%) instâncias da classe
"Não Ciência"e 216.323 (36,8%) instâncias da classe
"Ciência".

O atributo Conteudo_HTML foi analisado
quanto ao número de palavras nas intimações, com
um máximo de 88.508 palavras e um mínimo de zero,
onde a média foi de 292 palavras e a mediana de
122. Observou-se que 75% das intimações tinham
até 276 palavras e apenas 13% excediam 500 pala-
vras, sendo que textos com zero palavra continham
apenas quebras de linha. Intimações do movimento
"Ciência"continham mais palavras, com mediana de
235, comparadas às "Não Ciência", cuja mediana era
de 103; no entanto, a intimação com o maior número
de palavras, 88.508, pertencia ao movimento "Não Ci-
ência".

Analisando ainda o atributo Conteudo_-
HTML, foram identificadas 55.116 (9,37%) ocorrên-
cias de intimações que possuíam o mesmo teor de ou-
tras intimações, porém com classificações divergentes.

3.4 Recorte da Amostra

Os textos que resultaram em conteúdo vazio
ou apresentaram textos repetidos com indicativos de
classes divergentes entre si, foram removidos do data-
set. Posteriormente, devido às limitações de recursos
computacionais para treinamento do modelo, foram
eliminados da base os textos com mais de 500 pala-
vras, que representavam apenas 13% do total, con-
forme Subseção 3.3. Também foram eliminados os
textos compostos por apenas uma palavra, por não
terem conteúdo expressivo. O dataset foi então redu-
zido para 459.686 registros, dos quais 306.416 foram
classificados como não ciência e 153.270 como ciência.

Para assegurar um conjunto de dados balan-
ceado, todas as amostras classificadas como ciência
foram mantidas, enquanto a amostra de não ciência
foi ajustada para corresponder à mesma quantidade,
resultando em um total de 306.540 registros para a
construção dos modelos. Optou-se pela exclusão de
parte da amostra da classe de maior ocorrência de-
vido ao volume significativo dos dados e às limitações
de recursos citadas anteriormente. O recorte da amos-
tra levou em consideração a distribuição proporcional
de movimentos em relação ao dataset original, para
evitar a eliminação aleatória de registros do mesmo
movimento.

3.5 Pré-processamento

3.5.1 Anonimização, Sumarização e Elimina-
ção de parágrafos irrelevantes

Durante o pré-processamento, foi realizada
uma tentativa de anonimização dos dados, a fim de
não expor nomes de réus e vítimas. Inicialmente, fo-
ram utilizadas as bibliotecas NLTK e SpaCy, porém
muitos nomes não foram identificados como entida-
des. Em seguida, foi realizado um teste com o modelo
"pierreguillou/ner-bert-large-cased-pt-lenerbr"[9], es-
pecializado no domínio jurídico brasileiro, que obteve
um desempenho superior ao das bibliotecas. No en-
tanto, a anonimização da amostra de 24 mil registros
consumiu cerca de 55 horas, tornando impraticável a
utilização contínua de um equipamento dedicado para
anonimizar o dataset completo. Paralelamente, fo-
ram realizadas tentativas de sumarizar os textos lon-
gos com modelos como o gpt-3.5-turbo da OpenAI1,
mas para não expor os dados aos modelos, a tarefa
de anonimização era um pré-requisito. Sem a pos-
sibilidade de anonimização em um ambiente seguro,
optou-se por realizar o processamento localmente, dis-
pensando o uso do Google Colaboratory2 para treinar
os modelos em ambiente de GPU. Diante da impossi-
bilidade da sumarização, foi implementado um script
utilizando a biblioteca BeautifulSoup para eliminar

1https://openai.com/api/
2https://colab.research.google.com/
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partes irrelevantes dos textos, removendo parágrafos
com determinados padrões de formatação. No en-
tanto, a alta variabilidade dos documentos resultou
na exclusão de conteúdos importantes para a com-
preensão do texto, levando à descontinuidade desta
estratégia.

3.5.2 Limpeza dos Dados

Foram realizadas algumas etapas para pre-
parar o teor da intimação para a sua classificação:
eliminação das URLs, endereços de e-mail e dígi-
tos através do uso de expressões regulares, conversão
das letras para minúsculo, remoção de pontuações e
acentos, remoção de stopwords utilizando o modelo
pt_core_news_lg do SpaCy. Foi criado o atributo
Conteudo_sem_stop_word para armazenar o resul-
tado desse pré-processamento. Complementando esta
etapa, foi realizada a análise da frequência das pa-
lavras nos textos. As palavras com maior frequên-
cia foram: "bahia", "ba", "salvador", "santos"e "silva".
Nesta nova tentativa, os locais e nomes/sobrenomes
mais frequentes foram substituídos pelos termos [Lo-
cal] e [Nome], minimizando a interferência no voca-
bulário de treinamento. Para representar este novo
tratamento, foi criado o atributo Conteudo_sem_-
stop_word_v2. Após a limpeza dos dados, cinco re-
gistros do arquivo de amostra ficaram com o texto
pré-processado vazio, totalizando agora uma amostra
de 306.535 registros para a construção dos modelos
de classificação.

Além da amostra para a construção do mo-
delo de classificação, preparou-se outra para a pre-
dição dos modelos de melhor desempenho, composta
por 588.368 registros, os mesmos da Subseção 3.2.
Após a limpeza dos dados no atributo Conteudo_-
sem_stop_word, 94 registros vazios foram eliminados
e o dataset para a predição foi reduzido para 588.274
registros.

3.6 Desenvolvimento do Modelo

O desenvolvimento foi realizado na linguagem
de programação Python (versão 3.7.11). Para a pre-
paração e treinamento dos modelos foram utilizadas
as bibliotecas Scikit-Learn (versão 1.4.2) e Tensor-
Flow (versão 2.16.1). O ambiente de desenvolvimento
foi configurado no Anaconda (versão 2.5.2) e o código
foi executado no Jupyter Notebook (versão 7.0.8), em
PCs Windows sem GPU.

Como baseline para a classificação do teor das
intimações, os modelos clássicos de Regressão Logís-
tica e Naive Bayes foram empregados. Tais modelos
foram escolhidos pela simplicidade e eficiência compu-
tacional. Na sequência, foram implementados os três
modelos de RNNs: RNN Simples, LSTM e BLSTM.

O dataset utilizado para a construção dos mo-
delos foi o de 306.535 amostras, citado na Subsubse-
ção 3.5.2. Os dados foram divididos em conjuntos de
treinamento, validação e teste, utilizando 70%, 15%
e 15%, respectivamente. Foram utilizadas dez épocas
com a parada antecipada baseada na perda de valida-
ção e a paciência igual a cinco. Optou-se por limitar
o treinamento a dez épocas baseado em experimentos
preliminares, onde o modelo alcançou um ponto de
estabilização na redução da perda próximo a esse nú-
mero. Além disso, foram consideradas as limitações
de tempo de treinamento e recursos computacionais.

Os textos foram tokenizados resultando em
um vocabulário de 78.832 palavras únicas no conjunto
de treinamento. A camada de embedding padrão do
TensorFlow foi utilizada para converter as sequências
de tokens em representações densas de baixa dimen-
são.

Em todos os modelos, os pesos das camadas
da rede foram inicializados usando o método Gloro-
tUniform, como descrito por [7], enquanto os pesos
recorrentes foram inicializados utilizando o método
Orthogonal, ambos com a mesma semente de aleatori-
edade. A função de perda utilizada foi a BinaryCros-
sentropy, por se tratar de apenas duas classes, e o oti-
mizador foi o Adam, devido à sua eficácia em ajustar
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Tabela 1: Configurações treinadas para cada arquitetura

Fonte: Dados da pesquisa.

adaptativamente a taxa de aprendizado para cada pa-
râmetro, especialmente em dados esparsos, conforme
recomendado por [16].

Preliminarmente, foram realizados experi-
mentos utilizando uma amostra reduzida de 24 mil
registros, visando identificar os melhores parâme-
tros e configurações para o desempenho dos mode-
los. A escolha de alguns valores de hiperparâme-
tros, como as unidades e as dimensões de saída, le-
vou em consideração a capacidade de processamento
disponível e o tempo de treinamento. Foram explo-
radas também variações nos atributos: Conteudo_-
HTML, Conteudo_sem_stop_word e Conteudo_-
sem_stop_word_v2.

Para a RNN Simples, foram treinadas 17 va-
riações para o atributo Conteudo_sem_stop_word,
16 para o Conteudo_HTML e 16 para o Con-
teudo_sem_stop_word_v2. Para a LSTM, foram
treinadas 39 variações para o atributo Conteudo_-
sem_stop_word, 16 para o Conteudo_HTML e oito
para o Conteudo_sem_stop_word_v2. Já para a
BLSTM, foram treinadas 37 variações para o atributo
Conteudo_sem_stop_word, oito para o Conteudo_-
HTML e quatro para o Conteudo_sem_stop_word_-
v2. Os modelos que utilizaram o atributo Con-
teudo_sem_stop_word alcançaram os melhores re-
sultados, enquanto que o atributo Conteudo_sem_-
stop_word_v2 mostrou-se menos eficaz, levando à

decisão de não utilizá-lo no dataset maior.

Quanto aos hiperparâmetros, os modelos fo-
ram treinados com as configurações da Tabela 1.

Após o treinamento com o dataset de 24 mil
registros, foram identificados os modelos que apre-
sentaram os melhores resultados em termos de acu-
rácia de teste e tempo de treinamento. Esses mode-
los foram então utilizados para um novo treinamento
com o dataset maior de 306.535 registros. No caso
da RNN Simples, foram treinados 26 modelos, sendo
oito com o atributo Conteudo_HTML e 18 com o
atributo Conteudo_sem_stop_word. Para a arquite-
tura LSTM, 19 modelos foram treinados, sendo sete
com o atributo Conteudo_HTML e 12 com o atri-
buto Conteudo_sem_stop_word. Para a arquitetura
BLSTM, dez modelos foram treinados, sendo um com
o atributo Conteudo_HTML e nove com o atributo
Conteudo_sem_stop_word.

3.7 Avaliação do Modelo

A acurácia de teste foi a principal métrica es-
colhida para a avaliação dos modelos treinados, por
sua simplicidade e adequação ao problema de clas-
sificação em questão, onde a classificação correta de
cada instância era importante. O tempo de treina-
mento dos modelos, diante das limitações de recursos
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computacionais disponíveis, foi levado em considera-
ção na escolha do modelo.

A matriz de confusão também foi utilizada
na análise, o que permitiu a visualização das pre-
visões corretas e incorretas em cada classe, identifi-
cando possíveis desequilíbrios e erros na classificação.

Para complementar, após a seleção do melhor
modelo, foi realizada a predição do conjunto de dados
completo, composto por 588.274 registros. Na análise
da predição, também foi considerada a métrica de pre-
cisão, pois é importante minimizar os falsos positivos,
já que os movimentos do gênero "Não Ciência"exigem
uma análise além do teor da intimação. A revocação
também foi uma métrica importante para assegurar
que o modelo identificasse corretamente os casos de
"Não Ciência".

4 Resultados e Discussão

A análise comparativa entre os algoritmos de
RNNs para classificação do teor das intimações mos-
trou que, embora a RNN Simples tenha apresentado
um tempo de execução menor, os modelos LSTM e
BLSTM superaram seu desempenho em termos de
acurácia de teste. Para as três arquiteturas, o atri-
buto Conteudo_sem_stop_word_v2, com maior ní-
vel de limpeza nos dados, teve a acurácia de teste
inferior ao do atributo Conteudo_sem_stop_word.
Também foi constatado que a acurácia de teste dos
modelos que utilizaram a função de ativação ReLU
foi inferior aos que utilizaram a função de ativação
Sigmoid, comprovando que para as classificações bi-
nárias o mais indicado é a função de ativação Sig-
moid, como descrito por [4]. Os resultados também
indicaram que a combinação dos hiperparâmetros in-
fluenciou no tempo de treinamento dos modelos.

Dentre os modelos RNN Simples treinados
com o dataset de 24 mil registros, os resultados vari-
aram de 83,94% a 50,72% na acurácia de teste. Arre-
dondando a acurácia de teste para números inteiros,
os resultados mostraram que dois modelos atingiram
84%; oito atingiram 83%; 14 atingiram 82%; sete atin-

giram 81%; oito atingiram 80%; três atingiram 79%;
dois atingiram 78% e 77%; um atingiu 76%, 74% e
51%. Este último resultado foi obtido em uma das
configurações que utilizou a função de ativação ReLU.
Em relação ao tempo de treinamento, os resultados
variaram entre 101 e 1.913 segundos. Em média, o
tempo de treinamento ficou em 446 segundos, com 15
modelos acima da média e 34 abaixo da média.

Foram realizados testes no dataset de 306.535
registros com as configurações que obtiveram os me-
lhores resultados. O mesmo modelo performou me-
lhor nos dois datasets. Os resultados variaram de
88,25% a 84,68% na acurácia de teste. Arredondando
a acurácia de teste para números inteiros, os resul-
tados mostraram que oito modelos atingiram 88%,
nove atingiram 87%, cinco atingiram 86% e quatro
atingiram 85%. O tempo de treinamento variou en-
tre 2.128 e 13.690 segundos. Em média, o tempo de
treinamento ficou em 6.417 segundos, com 11 modelos
acima da média e 15 abaixo da média.

Os dados do modelo escolhido para a RNN
Simples foram detalhados no número 1 da Tabela 2.

Dentre os modelos LSTM treinados com o da-
taset de 24 mil registros, os resultados variaram de
84,86% a 50% na acurácia de teste. Arredondando a
acurácia de teste para números inteiros, os resultados
mostraram que três modelos atingiram 85%, 25 atin-
giram 84%, 26 atingiram 83%, quatro atingiram 82%,
um atingiu 81% e quatro atingiram 50%. Este último
resultado foi obtido em uma das configurações que
utilizou a função de ativação ReLU. Em relação ao
tempo de treinamento, os resultados variaram entre
279 e 2.327 segundos. Em média, o tempo de treina-
mento ficou em 693 segundos, com 22 modelos acima
da média e 41 abaixo da média.

Foram realizados testes no dataset de 306.535
registros com as configurações que obtiveram os me-
lhores resultados. O modelo de melhor acurácia de
teste no dataset menor não foi o que obteve a maior
acurácia de teste no dataset maior, podendo ser atri-
buído ao fato de que modelos diferentes respondem
de maneira distinta à variação no tamanho dos da-
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Tabela 2: Resultado do modelo escolhido para cada arquitetura

Fonte: Dados da pesquisa.

dos, onde maiores volumes de dados podem benefi-
ciar mais configurações que têm melhor capacidade
de generalização. Os resultados variaram de 89,06%
a 86.64% na acurácia de teste. Arredondando a acurá-
cia de teste para números inteiros, os resultados mos-
traram que cinco modelos atingiram 89%, 12 atingi-
ram 88% e dois atingiram 87%. O tempo de trei-
namento variou entre 5.290 e 29.480 segundos. Em
média, o tempo de treinamento ficou em 13.617 se-
gundos, com oito modelos acima da média e 11 abaixo
da média.

Os dados do modelo escolhido para a LSTM
foram detalhados no número 2 da Tabela 2.

Dentre os modelos BLSTM treinados com o
dataset de 24 mil registros, os resultados variaram de
85,83% a 80,42% na acurácia de teste. Arredondando
a acurácia de teste para números inteiros, os resul-
tados mostraram que cinco modelos atingiram 86%;
25 atingiram 85%; 12 atingiram 84%; três atingiram
83% e 82%; um atingiu 80%. Este último resultado
foi obtido em uma das configurações que utilizou a
função de ativação ReLU. Em relação ao tempo de
treinamento, os resultados variaram entre 218 e 8.191
segundos. Em média, o tempo de treinamento ficou
em 1.811 segundos, com 17 modelos acima da média
e 32 abaixo da média.

Foram realizados testes no dataset de 306.535
registros com as configurações que obtiveram os me-

lhores resultados. O mesmo modelo performou me-
lhor nos dois datasets. Os resultados variaram de
89,04% a 88,39% na acurácia de teste. Arredondando
a acurácia para números inteiros, os resultados mos-
traram que nove modelos atingiram 89% e apenas um
atingiu 88%. O tempo de treinamento variou entre
6.750 e 42.504 segundos. Em média, o tempo de trei-
namento ficou em 20.961 segundos, com 5 modelos
acima da média e 5 abaixo da média.

Os dados do modelo escolhido para a BLSTM
foram detalhados no número 3 da Tabela 2.

Em relação ao treinamento dos modelos clás-
sicos, a regressão logística apresentou uma acurácia
de teste competitiva em comparação com as RNNs,
enquanto o Naive Bayes apresentou um desempenho
inferior. Com o dataset de 306.535 registros e atributo
Conteudo_HTML, o modelo de Regressão Logística
alcançou acurácia de teste de 87%, em seis segundos
de treinamento. Já o modelo Naive Bayes obteve uma
acurácia de teste de 77%, com tempo de treinamento
de 39 segundos. A remoção de stopwords reduziu li-
geiramente a acurácia de teste em ambos os modelos,
que alcançaram 84% e 76% respectivamente, e tempo
de treinamento de dois e 24 segundos.

4.1 Resultados da Predição

A predição foi realizada com os modelos es-
colhidos de cada variante (RNN Simples, LSTM,
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Figura 1: Matriz de confusão do modelo escolhido para cada arquitetura

Fonte: Dados da pesquisa.

BLSTM) no dataset completo, com 588.274 registros,
conforme indicado na Figura 1.

No contexto deste artigo, se uma intimação
do gênero do movimento "Não Ciência"for erronea-
mente classificada como "Ciência"pelo modelo, indu-
zirá a resposta apenas pelo teor da intimação, ao
passo que é necessário analisar o conteúdo integral do
processo. Portanto, é importante minimizar falsos po-
sitivos (classificar "Não Ciência"como "Ciência"), tor-
nando a precisão para "Ciência"e a revocação para
"Não Ciência"métricas relevantes para o negócio.

Entre os modelos, o LSTM teve a melhor
precisão para "Ciência"e melhor revocação para "Não
Ciência", porém o BLSTM apresentou um resultado
muito próximo. Já o modelo RNN Simples teve os
menores valores das métricas: precisão para "Ciên-
cia", revocação para "Não Ciência"e acurácia geral.

O modelo clássico que apresentou melhor re-
sultado na predição foi Regressão Logística, com acu-
rácia geral de 84%, precisão de 74% para "Ciência"e
revocação de 82% para "Não Ciência", utilizando o
atributo Conteudo_HTML. Esse também foi o me-
lhor modelo clássico no treinamento.

5 Conclusão

Este estudo comparou o desempenho de di-
ferentes algoritmos de Redes Neurais Recorrentes na
classificação do gênero do movimento do teor das inti-
mações recebidas do sistema PJe, em "Ciência"e "Não
Ciência", visando a realização de uma análise prelimi-
nar que auxilie o trabalho dos Promotores de Justiça.

Considerando os resultados dos experimen-
tos, o modelo que utilizou arquiteturas LSTM
mostrou-se mais eficazes, alcançando uma acurácia
geral de 88%, precisão de 80% para a classificação do
gênero do movimento "Ciência"e revocação de 87%
para "Não Ciência". A arquitetura Bidirecional ob-
teve resultados muito próximos, entretanto demandou
mais tempo de treinamento, sendo a acurácia geral
de 88%, precisão de 79% para "Ciência"e revocação
de 86% para "Não Ciência". Por outro lado, a RNN
Simples apresentou menor acurácia geral, com 86%,
menor precisão para a classificação do gênero do mo-
vimento "Ciência", atingindo 76%, e menor revoca-
ção para "Não Ciência", com 83%. Em contrapartida,
ela demandou menor tempo de treinamento e uso de
recursos computacionais em comparação aos demais
modelos. A decisão entre utilizar RNNs Simples ou
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os modelos LSTMs deve considerar o equilíbrio en-
tre a métrica desejada e os recursos computacionais
disponíveis.

A principal dificuldade no desenvolvimento
deste estudo foi a limitação de recursos computaci-
onais, especialmente a falta de GPUs, que restringiu
a capacidade de explorar modelos mais complexos.
Além disso, a sensibilidade dos dados tratados impôs
restrições ao uso de ferramentas externas.

Como trabalho futuro, a aplicação de mode-
los mais avançados, como Transformers, poderá ser
explorada para melhorar os resultados, o que deman-
daria a criação de um ambiente seguro e com recursos
de GPU. Pretende-se também, realizar a classificação
multiclasses dos movimentos do gênero "Ciência"que o
Promotor de Justiça deve registrar no sistema IDEA.
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