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Resumo—Os avangos tecnoldgicos permitem que empresas
entreguem softwares personalizados para um publico exigente. E
tem-se no monitoramento continuo e analise de logs, importantes
ferramentas para elevar o nivel de satisfacido do usuario. Este
trabalho aplica técnicas de feature selection e machine lear-
ning para identificar atributos que influenciam na experiéncia
do usuario em sistemas web. Os dados analisados sao logs
capturados pela ferramenta Dynatrace, gerados pelo sistema
IDEA, inicialmente compostos por quatro tabelas, totalizando
106 atributos e 1.544.663 registros. Apés analise exploratoria e
pré-processamento, obteve-se um conjunto de dados final com
57 atributos e 217.255 registros. Para selecao dos atributos,
utilizou-se as abordagens Filtro, Wrapper e Embedded, basea-
das em critérios estatisticos e preditivos. No Filtro, aplicou-
se ANOVA, Chi-square e Mutual-information; no Wrapper, o
método escolhido foi o Reduce Feature Elimination (RFE); e, na
abordagem Embedded, foram utilizados Decision Tree, Random
Forest e Gradient Boosting. Apo6s o ranqueamento, quatro atribu-
tos mais significativos foram selecionados: javascriptErrorCount,
visuallyCompleteTime, requestErrorCount e name. Esses atributos
alcancaram um desempenho de 0.992657 de acuracia, 0.986963
de precisao, 0.994829 de recall e 0.990819 de F1. O trabalho
demonstrou que quatro atributos foram suficientes para obter um
desempenho excepcional na classificacio, mesmo submetendo-os
a outras amostras coletadas. Desta forma, comprovou-se que o
método proposto identificou os principais pontos que contribuem
para a experiéncia do usuario.

Palavras Chave—Experiéncia do usuario, Monitoramento,
Analise de logs, Machine learning, feature selection

I. INTRODUGAO

A experiéncia do usudrio (User eXperience - UX) € a
percepcdo e resposta de uma pessoa ao usar um produto,
sistema ou servico, englobando fatores como usabilidade,
acessibilidade e satisfacdo. O objetivo é proporcionar uma
interacdo eficiente e agraddvel, alinhada as necessidades e
expectativas dos usudrios. A melhoria da UX pode aumentar

a fidelidade e o engajamento do usudrio [1].
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Identificar os fatores de risco para a experiéncia do usudrio
apresenta desafios significativos, como a variabilidade nas
necessidades e expectativas dos usudrios, a complexidade dos
contextos de uso e a subjetividade das percepc¢des individuais.
Além disso, a coleta e andlise de dados relevantes pode ser
dificultada por limita¢des tecnoldgicas e de recursos, enquanto
a rapida evolugdo tecnoldgica exige adaptacdo constante. Estes
desafios tornam a tarefa de identificar e mitigar riscos de UX
complexa e multifacetada [2].

O método proposto por este trabalho foi estruturado em
quatro moédulos com o objetivo de identificar os fatores
criticos que influenciam a experiéncia dos usudrios do Sistema
Integrado de Dados, Estatistica e Atuacdo (IDEA), sendo este
o sistema que processa os dados finalisticos do Ministério
Piblico do Estado da Bahia. Para isso, foram extraidos
informagdes da base do Dynatrace, que ¢ uma ferramenta
projetada para monitorar ambientes de TI, incluindo arquitetu-
ras tradicionais baseadas em servidor, ambientes multi-nuvem,
hibridos e microsservigos. A plataforma oferece, além de
outras fungdes, observabilidade de aplicativos e infraestrutura
em tempo real, seguranga, andlise de negdcios e automacao.

A andlise foi feita por meio do monitoramento do IDEA
e da utilizagdo de técnicas de machine learning. Inicial-
mente, os dados de log foram coletados e pré-processados
para remover ruidos e estruturar a informacdo relevante. Em
seguida, aplicou-se algoritmos para selecio de atributos a fim
de identificar os fatores criticos.

Este trabalho estd organizado do seguinte modo. A se¢do
II aborda o conteddo tedrico sobre os assuntos discutidos. A
secdo III expde a metodologia adotada para a realizagdo do
trabalho. A secdo IV trata dos experimentos realizados, andlise
dos resultados obtidos e comparacdo entre as técnicas usadas.
Na dltima secdo é apresentado a conclusdo do trabalho, as
principais contribui¢des, limitagcdes e os trabalhos futuros.



II. TRABALHOS RELACIONADOS
A. Experiéncia do Usudrio

A experiéncia do usudrio (User eXperience - UX) € definida
pela norma ISO 9241-11: 2018 [3] como as “percepgdes e
respostas do usudrio resultantes do uso ou da antecipagdo
do uso de um sistema, produto ou servico”. Desta forma, a
abordagem de satisfacdo estd intrinsecamente ligada a suas
emogdes ao usar um sistema, suas crengas, preferéncias,
graus de conforto resultantes do uso antes, durante e apds
este uso. Nota-se, portanto, que métricas de qualidade de
software: eficiéncia e eficdcia, vinculadas a capacidade de
operacionalizacdo, ndo avaliam completamente a usabilidade
de um sistema se os niveis subjetivos de satisfacdo do usudrio
nao estiverem atreladas ao objetivo especifico relacionado
aquele uso.

Em 2015, Wang e Wang [4] sugeriram que a satisfagdo do
usudrio fosse uma medida chave de sucesso do sistema com-
putacional. Dentre os métodos para mensurar a experiéncia do
usudrio, o nivel de satisfacdo no sistema IDEA € baseado nos
tempos de resposta medidos pelo Apdex.

Segundo [5] o Apdex (Application Performance Index) é
um padrdo aberto que define um método para relatar, avaliar e
classificar o desempenho do aplicativo por meio do tempo de
resposta a requisi¢do (Request time - R) quando comparado
a um limite preestabelecido (Threshold - T). Este limite de
tempo de resposta T é o tempo que foi necessdrio para
que um ativo solicitado fosse devolvido ao usudrio de forma
satisfatéria [6]. Para cada acdo do usudrio, por exemplo, uma
requisicdo web a uma pégina de cadastro de processos no
sistema IDEA, o indice Apdex classifica esta acdo em trés
classes de resposta: Satisfatorio, Tolerdvel e Frustrado.

a) Satisfatorio: Essa classificac@o representa os usudrios
que tiveram uma capacidade de resposta satisfatéria ou alta,
podendo se concentrar totalmente em seu trabalho.

R<=T

b) Tolerdvel: Apesar das respostas se darem em um
tempo distante do ideal (T), essa classificacdo representa
usudrios que experimentaram uma capacidade de resposta
lenta, mas aceitdvel por nio comprometer o desempenho do
sistema.

R>T

c) Frustrado: Esta classificacdo representa os usudrios
que experimentaram uma capacidade de resposta inaceitdvel e
acabam, muitas vezes, por desistir de usar o sistema.

R > (42T)

Por fim, a experiéncia final do usudrio serd medido conta-
bilizando todas as amostras do usudrio durante a sessdo, ou
seja, desde o logon até sua desconexdo deliberada ou abrupta.
O Apdex Score mede o indice de satisfacdo deste usudrio por
meio de uma escala que varia entre 0 e 1 (0 = usudrio ndo
satisfeito, 1 = usudrio totalmente satisfeito) em fungdo de T
que € dado pela equacdo (1):

satisfatério + tolerdvel /2
total de amostras

Apdex = 1)

Os valores obtidos da equagdo (1) se comparados a
classificacdo padrdo do Apdex descrita na documentacdo ofi-
cial e por softwares no mercado, seguem o referencial da tabela
I:

Tabela I
APDEX SCORE - FAIXA DE CLASSIFICACAO

[0,94 - 1] Nivel excelente de performance
[0,85 - 0,93] Nivel bom de performance

[0,70 - 0,84] Nivel aceitavel de performance
[0,50 - 0,69] Nivel ruim de performance
[0,00 - 0,49] Nivel inaceitavel de performance

Como cada sistema possui sua especificidade de tempo de
resposta T, entdo € desejdvel que essas faixas de classificagdo,
conforme tabela I, possam ser parametrizadas. Nota-se que
esta métrica é centrada na sensibilidade do valor de T. Por-
tanto, se o valor de T for muito baixo pode dar impressio
que usudrios podem estar insatisfeitos com a maioria das
requisicoes. Em contrapartida, com um valor de T muito alto,
pode oferecer uma medida alta de satisfacdo que ndo corres-
ponde a realidade. O valor ideal de T, segundo apdex.org,
reside no valor médio global ao longo do uso dos ativos na
organizacdo por diferentes usudrios.

O Dynatrace que adota o Apdex como métrica de de-
sempenho, classifica cada acdo do usudrio, como também
a sessdo deste usudrio. A classificacio da avaliacdo da ex-
periéncia do usudrio para cada acdo foi usada neste artigo
como atributo independente ou atributo alvo (target), pois, 0
foco estd na andlise dos atributos que podem ter levado aquela
classificacdo. Para este fim utilizou-se de técnicas de Selecdo
de Atributos (Feature Selection) para andlise de relevancia das
dezenas de atributos para a classificacdo proposta.

B. Selecdo de Atributos

Dentro de uma estratégia de pré-processamento, a selegdo
de atributos se encarrega de lidar com grandes quantidades
de atributos de entrada, buscando reduzir a dimensionalidade
do conjunto de dados original para um subconjunto mais
relevante, a fim de mitigar a *maldi¢do da dimensionalidade’
(curse of dimensionality) [7]. Além disso, a partir da selecio
de atributos € possivel aumentar a interpretabilidade do modelo
preditivo, diminuir a quantidade de memoria e tempo de
processamento dos modelos de aprendizado de maquina nos
dispositivos computacionais e, em alguns casos, até otimizar
a performance deste modelo. [8] [9]. Tal otimizagdo decorre
da resolugdo de problemas de redundéncia e correlacdo, da
baixa colinearidade do atributo independente com o atributo
dependente (target class) e do elevado overfiting, ou seja, de
modelos treinados super ajustados aos dados de treinamento
[10].



Outra estratégia para a reducdo da dimensionalidade € a
extracdo de atributos, que consiste em combinar os atributos
de entrada originais para produzir novos atributos. Essa abor-
dagem pode ser verificada, por exemplo, nas técnicas PCA
(Principal Component Analysis) e LDA (Linear Discriminant
Analysis). Desta forma, a transformagao dos atributos diminui
a interpretatividade, o que afastaria a hipdtese de verificacdo
da relevancia de apenas alguns atributos como deterministicos
a experiéncias frustradas do usudrio [11]. Em contrapartida,
a selecdo de atributos ndo modifica os dados originais, pois,
seleciona um subconjunto de atributos a partir de modelos ma-
temdticos cuja andlise se baseia na correlacdo entre atributos.

Ainda conforme [11], existem trés tipos de abordagens
para a selecdo de atributos — Filtros (Filters), Wrappers e
Embedded. Serd discutido nas préximas secdes sobre cada
uma das abordagens, suas vantagens e desvantagens e, para
cada abordagem, alguns métodos amplamente aplicados e
difundidos na literatura cientifica.

1) Abordagem Baseada em Filtros

A abordagem de selecdo de atributos por Filtros nao de-
pende de um algoritmo de aprendizado de mdquina [12].
Sua estratégia € mensurar, por meio de testes estatisticos
e pontuacdes, a relevancia individual ou combinatdria dos
atributos de andlise com o atributo alvo que queremos prever.

Conforme o fluxograma, mostrado na figura 1, os atributos
irrelevantes serdo descartados e os atributos com as maiores
pontuacdes serdo mantidos. Essa selecdo do numero de atri-
butos que sdo submetidos ao modelo é definido pelo usudrio
em tempo de execucdo.

Selecédo do melhor
subconjunto de atributos
por Filtro

Figura 1. Fluxograma da abordagem Filtro. Fonte: [13]

Somente apds subconjunto dos atributos com as melhores
pontuacdes que os estimadores (modelos) de machine learning
serdo aplicados e a performance serd mensurada.

Computacionalmente, os métodos dessa abordagem sdo de
alto desempenho quanto ao tempo de processamento € podem
resolver problemas de duplica¢do de atributos, overfiting e de
correlacdo. S3o amplamente conhecidas e implementadas em
indmeras bibliotecas de machine learning [14].

A principal desvantagem do uso deste método é a falta
de consideracdo das interagdes entre os atributos. Assim, os
métodos de filtro podem deixar de capturar interagdes de dados
que sdo importantes para a previsao [14].

Existe na literatura cientifica dezenas de métodos de fil-
tragem que podem ser agrupados em funcdo de sua aplica-
bilidade — classificagdo, regressdo e clusterizacdo — e pelas
classes de filtro — univariado e multivariado [9]. Entretanto,
partindo da necessidade de uma andlise individualizada de
cada atributo com objetivo de mensurar seus respectivos graus
de importancia, serdo detalhadas trés técnicas de filtragem:
Andlise de varidncia (ANOVA), Chi-quadrado(Chi-Square) e
Informacdo mitua (Mutual Information).

a) Andlise de Varidncia (ANOVA): Segundo [15],
ANOVA ¢é uma técnica estatistica utilizada para avaliar padroes
em dados complexos e variados entre 3 ou mais grupos,
sendo as amostras independentes. O objetivo € inferir se as
diferencas observadas sdo consequéncias do acaso ou se sdo
estatisticamente significativas.

Além da simplicidade de entendimento e da facilidade de ser
encontrado em muitas bibliotecas de machine learning, outra
vantagem da utilizagdo da ANOVA ¢ a alta performance na
comparacdo entre mais de dois grupos, o que torna vidvel aos
experimentos submetidos neste artigo [15].

Para [16], uma limitacdo da ANOVA € que, para um maior
grau de confianca nos resultados, exige-se que cada grupo
siga uma distribuicdo normal e que haja homogeneidade de
varidncias entre os grupos. Apesar da técnica demonstrar a
existéncia de uma diferenga significativa entre as medianas de
pelo menos dois grupos, no entanto, ela ndo consegue explicar
essa distingdo. Outra desvantagem € que esta técnica é sensivel
a outliers que podem enviesar os resultados.

Para determinar a importancia do atributo, calcula-se a razdo
F, que € obtida dividindo a varidncia entre os grupos pela
varidncia dentro dos grupos. Um alto valor calculado para F
sugere que a variancia entre as médias dos grupos € grande
em comparagdo com a variancia dentro dos grupos, indicando
que pelo menos uma média de grupo € diferente [16].

b) Chi-square (Chi-quadrado de Pearson): O teste Chi-
quadrado utiliza a comparagdo entre frequéncias esperadas
e observadas entre duas varidveis categdricas nominais ou
ordinais para verificacdo de independéncia, ou seja, serve para
avaliar quantitativamente a relacdo entre o resultado de um
experimento e a distribui¢ao esperada para o fendmeno. Além
disso, também pode ser empregado para medir a aderéncia
(Goodness of fit) e a homogeneidade. [17]

Diferente do ANOVA, este teste ndo é paramétrico, pois
ndo depende de pardmetros como média, variancia, desvio
etc. Entretanto, hé similaridade entre as técnicas, pois também
utiliza o teste de hipdtese, da significincia e do grau de
liberdade e uma tabela de contingéncia [18]. Sua férmula é
expressa pela equagdo (2):

n

O; — E;)?
=3 GBS 0

Onde:



« i se refere a quantidade de classes
e O;é o valor observado de uma determinada classe
o E; é o valor esperado desta classe

Segundo [19], atributos que mostram uma forte relacdo de
dependéncia com o alvo sdo considerados importantes para
uma previsdo. Por exemplo, para testar se o atributo “name”
tem forte dependéncia com a experiéncia do usudrio, deve-
se rejeitar a hipdtese nula, ou seja, existe uma associacdo
significante entre os atributos.

A partir da tabela de distribuicdo e da escolha do nivel de
significAncia o, entdo se o valor de % ¢ superior ao valor
Chi-quadrado critico entdo estd estatisticamente provado sua
relacdo de dependéncia.

¢) Mutual-Information: Técnica usada para medir o
quanto de informacdo uma varidvel aleatdria (X) estd contida
em outra varidvel aleatéria (Y). O objetivo da informacdo
mutua é selecionar atributos independentes com alta relacio
com o atributo dependente e com baixa redundancia entre
esses atributos independentes [20]. Sua férmula € expressa
pela equacdo (3):

I(X;Y) = H(X) - H(X[Y) 3)

onde:
e I(X;Y) ¢ a informagdo mitua entre X e Y;
o H(X) é a entropia de X;
o H(X|Y) ¢ a entropia condicional de X dado Y.

O valor da informagdo mutua I(X;Y) = 0 indica que X
¢ completamente independente de Y, entretanto, caso I(X;Y)
> 0 indica a relevancia de X em Y. Portanto, o objetivo da
informagdo mutua é diminuir a entropia de X.

Quanto maior o I(X;Y) mais dependente a informacgdo de
X € de Y. Em contrapartida, a redundincia entre atributos
independentes X’ e X € indesejdvel a predicdo de um modelo
de machine learning, ou seja, a informacfo mutua I(X’;X) >
0 indicaria forte dependéncia entre X’ e X” quanto maior este
valor. Consequentemente, a partir da relacdo de relevncia e
redundancia a técnica deve “rankear” valores mais altos para
atributos mais relevantes do conjunto original de dados [20].

2) Abordagem Baseada em Wrapper

Baseado na busca heuristica de um subconjunto amostral
das combinagdes possiveis, a abordagem Wrapper, diferente
da abordagem por Filtro, utiliza-se de um modelo de apren-
dizado de mdquina para a selecdo dos atributos mais im-
portantes a partir da performance deste modelo indutor, ou
seja, a selegdo destes atributos estdo condicionados ao viés
algoritmico do modelo (machine learning bias) [12], A figura
2 mostra o funcionamento desta abordagem.

Portanto, nesta abordagem, a busca pela sele¢do dos atri-
butos € iterada para cada subconjunto e se encerra quando
se atinge a performance otimizada do modelo especifico,
funcionando como uma caixa-preta [21] [22].

Selecdo do melhor subconjunto de atributos por
Wrapper

Figura 2. Fluxograma da abordagem Wrapper. Fonte: [13]

Experimentos jd& demonstraram que a performance usando
esta abordagem otimiza a selecdo dos atributos por ser as-
sociado a um algoritmo de modelagem real. Além disso,
o modelo externamente adotado como indutor dos atributos
pode ser diferente do efetivamente utilizado no processo de
aprendizado, o que pode acarretar no aumento da precisdo por
possuir um bias de aprendizado distinto. Como desvantagem,
a depender do tipo do modelo e do elevado nimero de
atributos de andlise o custo computacional e a complexidade é
aumentada, haja vista que um classificador é gerado para cada
iteracdo [14].

As abordagens de Filtro e Wrapper ndo se excluem como
estratégia, pois, uma abordagem hibrida pode combinar se-
quencialmente métodos de Filtros para descartar varidveis
redundantes e, logo apds, de posse dos atributos mais sig-
nificativos aplicar métodos

a) Reduce Feature Elimination (RFE): A técnica de
RFE baseia-se na escolha de um estimador externo que, apds
inicialmente treinado com todos os atributos do dataset, serd
responsavel pela classificagdo de atributos mais importantes
para os menos importantes por meio dos pesos que este
estimador atribui a cada atributo preditor. Recursivamente,
os atributos menos importantes serdo eliminados € um novo
ciclo de treinamento deste estimador novamente classifica os
atributos mais importantes até que o total desejado de atributos
sejam alcancados [23].

Uma das vantagens no uso do RFE ¢é a capacidade de
manipular com conjunto de dados de alta dimensionalidade.
Também podem lidar com interacdes entre os atributos. Por
fim, sua independéncia com o estimador, podendo ser qualquer
outro modelo supervisionado.

Como limita¢do, o RFE pode ter um custo computacional
elevado ou até invidvel para grandes conjuntos de dados.
Também ndo € a melhor abordagem para conjuntos de dados
com muita correlacdo entre os atributos. E, por fim, nfo lida
bem com ruidos ou atributos mais irrelevantes [24].

Uma andlise relevante para modelos de classificacio multi
classes ao utilizar a técnica do RFE reside em datasets
com alto desbalanceamento de uma classe frente as demais,
podendo levar o modelo treinado a priorizar atributos que con-



duzam a uma classificacdo da classe com maior “facilidade”
de predicdo, ou seja, em uma taxa de erro menor [21].

3) Abordagem Baseada em Embedded

A terminologia Embedded deriva-se do processo que incor-
pora a selecdo dos atributos ao treinamento do modelo em
paralelo, conforme visualizado na figura 3. Assim como a
abordagem Wrapper, a selecdo de atributos € condicionada
a escolha do modelo [10].

Selecéo do melhor subconjunto de atributos por
Embedded

Figura 3. Fluxograma da abordagem Embedded. Fonte: [13]

Conforme o fluxograma da figura 3, esta abordagem condi-
ciona o subconjunto ideal de atributos (feature importance) ao
préprio treinamento e, consequentemente, descarta os demais
atributos. Naturalmente, o custo computacional é o mesmo
custo de treinamento do modelo.

a) Arvore de Decisdo: E um algoritmo de aprendizado de
mdquina supervisionado largamente conhecido para problemas
de classificacdo e regressdo. Pode ser entendida como uma
estrutura de dados definida recursivamente como: i) né-raiz
(root node) que € um entre todos os atributos; ii) nés de decisdo
(decison node) que corresponde a um teste “’se-entdo’’sobre um
atributo; iii) nés-folha (leaf nodes) que corresponde a classe
alvo (target class) ou o valor resposta [25].

Assim como um fluxograma, cada nd de decisdo estd
relacionada hierarquicamente a outro nd de decisdo ou ao
no-folha. Em uma drvore de decisdo, inicia-se o percurso
partindo do nd-raiz, passando pelos nds de decisdo até o
nd-folha. Alguns questionamentos podem surgir ao definir a
estratégia para construcdo da drvore: a) Visto que pode existir
arvores de decisdo completas sendo que nem todos os atributos
foram selecionados como nds de decisdo, entdo como escolher
os atributos mais relevantes? b) Ja arvores de decisdo com
complexidades e ramificagdes diferentes alcancam as mesmas
classes alvo, qual € a mais representativa para a representacao
no mundo real?

Diante do exposto, para [26] a construcdo otimizada da
arvore de decisdo parte da boa escolha do nd raiz e dos nds de
decisdo posteriores. Esta escolha exigem medidas de avaliacio
que orientem a hierarquia entre os atributos e os valores que
devem ser testados em cada né de decisdo. Problemas como
esses podem ser mitigados por meio de cdlculos matemdticos
que avaliam o grau de distribuicdo dos dados nos atributos de

acordo com a classe alvo. Dentre as mais famosas medidas
de avaliacdo, entropia e ganho de informagdo se destacam na
literatura cientifica. Partindo da entropia, o algoritmo confere
o0 ganho de informacao de cada atributo. Aquele que apresentar
maior ganho de informacio serd a varidvel do primeiro né da
arvore.

Segundo [27], um problema a ser resolvido na construgdo
da drvore de decisdo € o overfiting. Overfiting ocorre sempre
que uma drvore fica condicionada ao histérico de dados de
treinamento, ou seja, suas ramificacdes e complexidade garan-
tem 100% de adequagio a classe alvo. Entretanto, quando esta
mesma drvore treinada é submetida a dados novos de testes ou
validagdo, as classes alvo preditas ndo correspondem ao espe-
rados. Diante deste problema, estratégia de “Podas”(Prunning)
remove as extensas ramificacdes das drvores evitando o ajuste
excessivo aos dados de treinamento e a perda de generalizacao
para novos dados.

b) Random Forest: Os algoritmos que implementam
as estratégias de ensemble, agregam as previsdes de vdrios
estimadores, a fim de melhorar a generalizagdo e robustez de
um unico estimador. Dentre estes algoritmos de aprendizado
supervisionado, o Random Forest, tem ampla notoriedade na
comunidade cientifica devido a alta aplicabilidade dada sua
robustez, desempenho e baixo overfitting [28].

Neste artigo, o Random Forest foi selecionado como es-
timador por sua capacidade de calcular a importancia de
cada atributo (feature importance), a capacidade de processar
grandes volumes de dados multivalorados e sua versatilidade
para resolver tarefas de classificag@o.

O algoritmo de Random Forest constitui um conjunto de
arvores de decisdo geradas aleatoriamente por meio de técnicas
de bootstrap aggregation ou bagging para selecdo de amostras
e na selecdo de atributos 29.

Resumidamente, a técnica de bagging pode ser entendida
como uma etapa de selecdo aleatéria de amostras para treino
do modelo. Para cada amostragem, um subconjunto de atri-
butos sdo selecionados aleatoriamente e as drvores sdo indivi-
dualmente construidas sem podas, portanto, em sua maxima
profundidade. Para problemas relacionados a classificagio, o
resultado predito por cada drvore de decisdo serd caracterizado
pela moda, ou seja, pela maior ocorréncia dentre as classes
preditas [28] [30].

Nos experimentos, o grau de importancia de cada atributo,
implementado pelo Random Forest, foi medida por meio da
métrica Importancia de Gini(Gini Importance) ou Média da
Reducdio de Impureza (Mean Decrease Impurity).

Para cada 4rvore de decisdo, a Importincia de Gini quan-
tifica a reducdo na impureza de Gini obtida pela divisdo dos
nés com base em um atributo especifico. A média de todas
as arvores da floresta é a medida da importancia do atributo.
Ao final, as caracteristicas que levam consistentemente a uma
maior reducdo de impurezas em todo o conjunto recebem
pontuacdes mais altas de Importancia de Gini [31].

c) Gradient Boosting: Para [29]o algoritmo Gradient
Boosting ¢ uma técnica de boosting para problemas de
classificacdo e regressdo e, assim como o Random Forest,



estd incluido no grupo de classificadores ensemble. Entretanto,
diferentemente do Random Forest, nesta técnica de Boosting
cada preditor fraco é treinado de forma sequencial e adapta-
tiva visando diminuir iterativamente os etrros de previsdo do
modelo anterior.

Ainda segundo [29], existe uma funcdo de perda (loss
function) que calcula o residuo (gradient) de cada modelo
fraco treinado. O residuo € a fun¢do que difere o valor predito
com o valor esperado. Em cada iterag¢do, o algoritmo calcula
o gradiente da funcdo de perda em relacdo as previsdes do
conjunto atual, otimiza os pesos € entdo treina um novo
modelo fraco para minimizar esse gradiente. O processo €
repetido até o critério de parada.

A abordagem nesse artigo ao selecionar o Gradient Boosting
deriva de sua grande robustez , pois, lida bem com grande
volume de dados e com tipos diferentes de atributos, como
numéricos e categéricos. Nao s6 um modelo otimizado é
gerado ao final do processo, como o0s scores dos atributos que
levaram a predigdo final.

III. METODO

Os dados que originaram o dataset deste trabalho foram
extraidos dos logs coletados pelo Dynatrace via API (Applica-
tion Programming Interface). Esses dados sdo gerados a partir
da interacdo do usudrio com o sistema. Onde informacdes
variadas sdo coletadas; da localizagdo, provedor de internet
e sistema operacional as piginas requisitadas, tempo de res-
postas e erros obtidos.

Os dados e informagdes disponibilizados pelo Dynatrace
para monitorar a experiéncia do usudrio podem ser complexos
e nem sempre estruturados para uma andlise direta. Isto ocorre
porque o Dynatrace, com o intuito de proteger informacdes
sensiveis e garantir a seguranca dos dados empresariais, €
suas proprias regras de negdcio, oculta ou torna andnima
certos detalhes especificos. Dessa forma, os logs ndo contém
chaves de referéncia claras ou dados organizados de maneira
imediata para extracdo e andlise. O que implica desafios
adicionais para a coleta e o processamento de informagoes de
maneira eficiente e precisa, exigindo métodos complementares
de tratamento e estruturacio dos dados antes de sua andlise
detalhada.

A. Dataset

O Dynatrace disponibiliza quatro tabelas para consulta
e extracdo: userAction, userEvent, userError e userSession.
Sendo essa udltima a principal, por trazer dados generalistas e
informagdes relacionadas ao usudrio. Porém, apenas € permi-
tido a extracdo de userAction, userEvent e userError uma por
vez e se unidas a userSession. E, por isso, daqui para frente
as entidades serdo mencionadas com seus nomes originais,
entendendo que userSession ja faz parte de seus contextos. A
documentacio e o diciondrio de dados estdo disponiveis em
[32].

Com intuito de selecionar uma base de dados adequada,
optou-se por limitar o periodo de extragdo em uma semana.
Assim, um conjunto de dados com dimensdo de 506,9mb foi

coletado de 18 a 24 de fevereiro de 2024. Posteriormente, para
replicar o fluxo de trabalho desenvolvido, mais duas extracdes
de periodos distintos foram testadas e submetidas ao processo
do modelo proposto, obtendo resultados semelhantes.

Apés andlise inicial, identificou-se que as entidades com
maior significancia para este estudo foram userAction e
userError, e descartou-se a entidade userEvent. Com isso,
iniciou-se um processo de simplificacdo das estruturas, com
eliminagdo e criacdo de atributos para acomodar as regras
negociais e dar sentido ao dataset.

B. Andlise Exploratoria de Dados (AED)

No presente trabalho, a AED foi conduzida com vdrias
etapas especificas. Inicialmente, estudou-se os dados extraidos,
que consistiam em quatro tabelas distintas. Durante essa
andlise, identificou-se a auséncia de chaves estrangeiras, o
que dificultou a jun¢do (joins) das entidades. Consequente-
mente, houve a necessidade de reorganizar os dados para
facilitar futuras andlises. Com isso, pode-se identificar dados
nulos, valores ausentes e definir estratégias de preenchimento;
e também atributos a serem convertidos ou categorizados,
além de colunas repetidas, que precisaram ser tratadas para
assegurar a qualidade e a integridade do dataset. Essas etapas
foram cruciais para a prepara¢do dos dados, garantindo uma
base soélida para as andlises subsequentes e a constru¢do de
modelos mais precisos e confidveis.

C. Modelo Proposto

Esta secdo apresenta o modelo proposto para a identificacao
de fatores criticos na experiéncia do usudrio do IDEA, uti-
lizando técnicas de selecdo de atributo e aprendizado de
mdquina. O modelo definido é composto por quatro mddulos
principais, cada um responsdvel por uma etapa crucial do
processo de andlise e processamento dos dados: Modulo 1 -
Filtragem dos dados; Mddulo 2 - Pré-processamento; Médulo
3 - Selegdo de Atributos e Mddulo 4 - Avaliacdo, como podem
observar na figura 4.

A seguir detalha-se cada um desses mddulos, explicando
suas funcdes e métodos aplicados.

1) Mddulo 1 - Filtragem dos dados

Neste modulo, focou-se na limpeza dos dados brutos cole-
tados. Este passo € essencial para garantir que o conjunto de
dados utilizado nas etapas subsequentes esteja livre de incon-
sisténcias, valores ausentes e ruidos que possam comprometer
a qualidade da andlise.

Apéds o descarte das entidades userSession e userEvent,
mantiveram-se as tabelas userAction e userError, selecionadas
por sua maior relevancia para este estudo. Inicialmente, a
tabela userAction possuia 106 atributos e 1.544.663 registros,
enquanto a tabela userError continha 63 atributos e 121.982
registros. Para reduzir o escopo da andlise, foram extraidos
apenas os acessos oriundos do estado da Bahia. A decisdo de
focar na Bahia se deve a presenca de acessos de outros estados
e paises em quantidades insuficientes para formar padrdes
claros para andlise.
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Com os primeiros estudos, identificou-se a necessidade de
criar a coluna Tipo_erro para categorizar os registros em use-
rError, além das colunas Erro_Sys, Erro_Null e Erro_Outros
para contabilizar erros por usudrio na tabela userAction. Os
erros foram agrupados em tipos especificos, contabilizados por
usudrio e, ao final, os resultados foram mesclados com a tabela
userAction.

Na exclusdo de colunas, algumas estratégias foram ado-
tadas: colunas com mais de 95% de registros nulos ndo
foram aproveitadas; colunas do tipo inteiro, com a finalidade
de contagem, que estavam zeradas em sua totalidade, foram
descartadas; colunas categdricas, mas que possuiam apenas
uma categoria, foram excluidas; colunas boleanas ou com
identificadores irrelevantes também ndo foram utilizadas no
trabalho.

Nesta etapa, o empenho foi em eliminar, juntar tabelas
e excluir colunas. Além de aplicar filtros para diminuir a
dimensionalidade dos registros e tornar o escopo mais proximo
do negécio. O trabalho executado pode ser visualizado na
sintese exposta na figura 5.

2) Mddulo 2 - Pré-processamento

O pré-processamento envolve a transformacio dos dados
limpos em um formato adequado para a andlise. Esta etapa
inclui a normalizacdo, padronizacdo e outras técnicas de
preparacdo dos dados para otimizar o desempenho dos algo-
ritmos de aprendizado de maquina.

O dataset obtido ao término da etapa anterior, possui 57
atributos e 217255 registros ja classificados por meio da
coluna escolhida como target deste trabalho: apdexCategory.
Este atributo possui as seguintes classes: satisfied; tolerating;
frustrated. Ap6s a definicdo da varidvel alvo e suas classes,
pontos relevantes foram analisados:

a) Distribuic@o Normal: ¢ uma das distribui¢oes de
probabilidade mais importantes e utilizadas em estatisticas
e machine learning. O Shapiro-Wilk, teste estatistico para

verificar a normalidade, mostrou que nenhum dos atributos
deste dataset estd em uma distribuicdo normal. Isso implica
em maiores desafios, principalmente porque muitos métodos
estatisticos e de machine learning assumem a normalidade dos
dados. Com isso, serd necessdrio aplicar transformacdes nos
dados para aproxima-los de uma distribui¢do normal.

b) Matriz de Correlagdo: Inicialmente, mapeou-se as
classes satisfied, tolerating e frustrated para 1, 2 e 3, res-
pectivamente. Isso se deve a necessidade de conversdo para
obtenc¢do dos coeficientes de correlagdo. Neste trabalho, além
de uma andlise generalista com todos os atributos, utilizou-se
a matriz de correlag@o para identificar aqueles que possuem
coeficiente de correlagdo superior a 0.33 com o target. Para es-
ses, aplicou-se individualmente ferramentas como histograma
e boxplot para um estudo mais detalhado.

c) Conversdo de Atributos e Preenchimento de Valo-
res: Atributos do tipo object foram convertidos para o tipo
category. Verificou-se o percentual de atributos nulos e dados
faltantes, constatando-se um nimero considerdvel de valores
faltantes ou nulos, com destaque para as colunas Erro_Null,
Erro_Outros e Erro_Sys. Para essas colunas, preencher com
zeros foi a estratégia escolhida. Para as demais, optou-se por
preencher com a média.

d) Base de Treino e Teste: O dataset foi separado
mantendo um percentual de 80% para treino e 20% para teste.

e) Pipeline e Transformadores: foram criados 4 pi-
pelines para acomodar transformadores e funcdes de pré-
processamento, de acordo com a tabela II:

Tabela II
PIPELINES E DETALHES DA COMPOSICAO

Atributos
Numeros Reais

Nome Descricao

Preenche os atributos ausentes com
a média, depois normaliza.
Preenche os atributos ausentes com
zero, depois normaliza.

pipeline_media

pipeline_zero Nuameros Inteiros

Preenche atributos ausentes com a
moda, depois substitui o valor pela
sua ocorréncia

pipeline_moda Categoricos

pipeline_preprocessor Todos Aplica os demais pipelines por

meio do tipo do atributo

Esta estrutura cria um processo automatizado para receber
uma base de dados e realizar as transformacdes e processa-
mentos necessdrios para preparagdo do dataset final.

3) Moddulo 3 - Selecdo de Atributos

Nesta secdo, aborda-se o processo de selecdo de atributos
do dataser utilizando diversas técnicas de selecdo. O obje-
tivo € identificar os atributos mais descritivos e relevantes,
comparando os resultados obtidos de diferentes experimentos.
As técnicas empregadas sdo categorizadas em trés abordagens
principais: Filtros, Wrapper e Embedded.

a) Abordagem de Filtros: As técnicas de selecdo de
atributos baseadas em filtros sdo utilizadas para avaliar a
relevancia de cada atributo de forma independente do mo-
delo preditivo. As técnicas experimentadas nesta abordagem
incluem ANOVA, Chi-squared e Mutual-information.
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Figura 5. Fluxograma da Filtragem dos dados. Fonte: Autor

b) Abordagem Wrapper: Na abordagem Wrapper, os
atributos sdo selecionados considerando a performance de um
modelo preditivo especifico. O método escolhido foi o RFE
(Recursive Feature Elimination).

c) Abordagem Embedded : Na abordagem Embedded,
a selecdo de atributos ¢ realizada durante o processo de
treinamento do modelo. Foram escolhidos trés modelos para
esta abordagem: Decision Tree; Random Forest e Gradient
Boosting

d) Ferramentas Utilizadas: Os experimentos foram con-
duzidos utilizando o Google Collaboratory, a linguagem
Python (versdo 3.10.12) e a biblioteca SciKit-Learn (versdao
1.2.2). Essas ferramentas foram essenciais para a execucio e
andlise dos resultados obtidos em cada técnica de selecdo de
atributos.

4) Mddulo 4 - Avaliagdo

Nesta secdo, o objetivo € avaliar a eficicia dos modelos
desenvolvidos para a selecio de atributos e a melhoria da
experiéncia do usudrio. Para isso, utilizou-se diversas ferra-

mentas e bibliotecas que auxiliaram no processo de andlise e
visualizagdo dos resultados obtidos.

A biblioteca Pycaret (versdo 3.3.2) foi uma das principais
ferramentas utilizadas para conduzir experimentos de machine
learning. PyCaret é uma biblioteca de codigo aberto em
Python que facilita a experimentacdo de machine learning,
oferecendo uma abordagem simplificada para a criacdo e
comparacio de modelos. O PyCaret foi utilizado para automa-
tizar a sele¢@o de modelos, a validac@o cruzada e a comparacdo
de desempenho entre diferentes algoritmos. Essa biblioteca
permitiu uma avalia¢@o rdpida e eficiente dos modelos, propor-
cionando insights sobre a precisdo, recall, F1-score e outras
métricas relevantes.

Além disso, Matplotlib foi amplamente utilizada para a
visualizacdo dos dados e dos resultados dos experimentos.
Matplotlib é uma biblioteca de plotagem em 2D que permite a
criacdo de gréficos e figuras de alta qualidade. Utilizando esta
biblioteca, foi possivel criar histogramas, boxplots, matrizes
de correlagdo e outros tipos de graficos que auxiliaram na
interpretacdo dos dados e dos resultados dos modelos. A
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visualizagdo grdfica foi essencial para identificar padrdes,
30.0

tendéncias e outliers nos dados, bem como para comparar o

desempenho dos modelos de forma clara e intuitiva.
251

Para garantir a comparabilidade dos resultados, aplicou-
se diversas técnicas de normalizacdio aos dados antes da
avaliacdo. O Min-Max Scaling foi utilizado na normalizacio
para ajustar a escala dos atributos, garantindo que todos os
dados estivessem na mesma faixa de valores. Essa etapa foi

crucial para evitar que atributos com diferentes escalas influ-

enciassem desproporcionalmente o desempenho dos modelos.

Com a normalizacdo, foi possivel assegurar que os resultados

refletissem de maneira justa a eficicia dos modelos na selecido

de atributos e na melhoria da experiéncia do usudrio.

Ao final deste mddulo, as ferramentas e técnicas mencio-
nadas permitiram uma avaliacdo abrangente e detalhada dos
modelos desenvolvidos. A utilizacdo de PyCaret facilitou a
experimentacdo e a comparagdo entre diferentes algoritmos,
enquanto Matplotlib proporcionou uma visualizagdo clara dos

resultados. As técnicas de normalizacdo asseguraram a inte-

gridade e a comparabilidade dos dados, contribuindo para a
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Figura 6. Resultado do Experimento 1 com ANOVA. Fonte: Autor.

IV. EXPERIMENTOS
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Esta secdo trata dos experimentos realizados e dos resulta-

dos obtidos, comparando o tempo de execucdo, a relevancia
dos dez maiores atributos e por fim, destacando a quantidade
de atributos que tiveram uma relevancia menor que 0,1%, 201
sendo assim, classificados como irrelevantes.
A. Abordagem Baseada em Filtros 8 15
3
2
-
E 10 A

1) ANOVA

Essa foi a primeira técnica experimentada. O processamento
da base de treinamento levou cerca de 0,59 segundos. A figura
6 mostra o percentual de relevancia dos atributos.

Com 30% de relevancia, o atributo javascriptErrorCount
ficou em primeiro lugar, seguido do requestErrorCount com
15%,em terceiro ficaram empatados os atributos name e tota-
1ErrorCount, com 6% cada. Para esta técnica, os erros de Ja-
vaScript sd0 os mais relevantes na determinacdo da experiéncia

do usudrio,, além disso, 14 atributos foram identificados como

irrelevantes receberam um percentual menor que 0,1%.

2) Chi-Square
O segundo exeprimento foi realizado com um tempo de

processamento de 2,23 segundos. O grifico da figura 7 exibe

os atributos mais relevantes para o Chi-Square.
Os atributos javascriptErrorCount, requestErrorCount e

name reduziram sua relevancia, sendo que o javascriptEr-
rorCount saiu de 30% para 22% mantendo a lideranga, o
requestErrorCount caiu de 15% para 3% de relevancia e o

name foi para a decima posi¢cao com 2%.
A segunda posicdo foi ocupada pelos atributos hasError

e totalErrorCount ambos com 10% de releviancia. Novos
atributos aparecem no grafico: keyUserAction (7%), userAc-
tionCount (4%), isEntryAction (3%), frontendTime (3%) e

isExitAction (2%).

o0
- e - -~ - [ ]
s & £ § § § & §£ § £
o ] S g S S g I o]
S w S %] S S g g &
s 2 5 £ £ s £ 2 S
g E § 5 E £ & §
w Iy - g [} &5 s ]
Q I > R @ 9 £ ’
T = 2 T o
[v] L 3
L]
a &
> ]
2
Figura 7. Resultado do Experimento 2 com Chi-Square. Fonte: Autor.

Os erros de JavaScript continuam sendo o fator determinante
para a experiéncia do usudrio. Assim como no experimento
anterior, 14 atributos foram identificados como irrelevantes.

3) Mutual Information

O 1ltimo experimento para abordagem baseada em filtro
levou cerca de 3 minutos. O grifico da figura 8 mostra os
resultados desse experimento.

Pela primeira vez, o atributo visuallyCompleteTime ocupou
o primeiro lugar, com 8% de relevancia, seguido por duration



e speedIndex, ambos empatados com 7%. Em terceiro lugar, 20.0
o atributo name apareceu com 6% de relevancia..
O mutual information identificou que o tempo € o fator mais 1757
relevante para determinar a experiéncia do usudrio, sendo que 15.0 |
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terceiro lugar, ficaram empatados os atributos visuallyComple-
teTime e javascriptErrorCount, ambos com 7% de relevancia.

O tempo de processamento levou cerca de 40 minutos. Desta
vez o atributo name responsdvel por informar o recurso que

esta sendo acessado pelo usudrio foi o fator mais relevante
é

Para esta técnica, o tempo de resposta

Figura 10. Resultado do Experimento 5 com Decision Tree. Fonte: Autor.

o fator critico.

para a experiéncia do usudrio.
C. Abordagem Baseada em Embedded

1) Decision Tree
Esse foi o primeiro experimento com a abordagem Embed-

ded. A execucdo do treinamento levou 11 segundos. O gréfico
na figura 10 exibe os atributos mais importantes para o modelo.
Novamente o atributo visuallyCompleteTime surge como

Além disso, o modelo identificou que apenas trés atributos
sdo necessdrios para classificar a experiéncia do usudrio: o
tempo de resposta e os erros de requisicdo e de JavaScript.

2) Random Forest
O segundo modelo da abordagem embedded foi o Random

Forest. Seu tempo de treinamento durou cerca de 2 minutos e
a figura 11 apresenta o resultado obtido
10

o mais relevante, tendo 43% de relevancia, seguido pelos
atributos requestErrorCount e javascriptErrorCount com 29%

e 26% respectivamente.
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Figura 12. Resultado do Experimento 7 com Gradient Boosting. Fonte: Autor.

Figura 11. Resultado do Experimento 6 com Random Forest: Fonte: Autor.
atributo serd adicionado. O desempenho do modelo Random
Forest foi avaliado em cada dataset gerado e a figura 13

Pela primeira vez, com 17% de relevancia, o atributo reques-
apresenta o grafico com a variacdo das métricas para as 6

tErrorCount aparece como sendo o atributos mais relevante,

seguido pelos visuallyCompleteTime € javascriptErrorCount,
ambos com 13% de relevancia e entre os 56 atributos presentes

primeiras iteracdes.

no dataset 39 ficaram com o percentual abaixo de 0,1%.
Para o modelo, o fator principal na determinacdo da ex-

periéncia do usudrio sdo os erros de requisi¢do, seguidos de

perto pelo tempo de resposta.

3) Gradient Boosting
Com o tempo de 19 minutos para treinamento o resul-

tado final € exibido na figura 12. Mais uma vez, o atributo
visuallyCompleteTime aparece em primeiro lugar com 43%

—e— accuracy
----- precision
—-= recall
-—-fl

T

5

4

de relevancia, seguido pelos atributos requestErrorCount e
JavascriptErrorCount com 30% e 27% de relevancia respecti-
vamente. O resultado foi semelhante ao modelo Decision Tree,
também foram identificados 51 atributos como irrelevantes.

D. Andlise Comparativa das Técnicas
Fi

Apds a execucdo dos experimentos, as relevancias obtidas
para cada atributo foram normalizadas e somadas, e por fim,
um novo ranqueamento foi gerado a partir da relevancia total

dos atributos.

A tabela I lista as relevancias de cada técnica e a relevancia
total, para os primeiros dez atributos do ranque. O atributo
visuallyCompleteTime (19,32%) € o mais importante, seguido
pelos atributos javascriptErrorCount (16,65%), requestError-
Count (15,47%) e name (5,14%). Além disso, trinta e trés

atributos ficaram abaixo de 0,1% de relevancia.
Com a lista de atributos ranqueados pela relevancia total,

iniciou-se o processo final de escolha dos atributos, para essa

nova etapa, o modelo Random Forest foi selecionado.
Novas bases de treinamento foram geradas. A base inicial

contém o primeiro atributo da lista e a cada itera¢do o proximo

3
Quantidade de Atributos

[N

Desempenho do RandomForest para as bases geradas. Fonte

gura 13.

Autor.

Observa-se que a partir do terceiro atributo mais descritivo,

0 modelo apresentou um 6timo desempenho, sendo: 0,997375

de acuracia, 0,996516 de precisao, 0,996612 de recall e
0,996564 no f1, com uma leve melhora até o 5° atributo de
onde se manteve constante ou com reducdo de desempenho.
Para a selecdo final dos atributos, este trabalho adotou os 4
primeiros atributos do ranque: javascriptErrorCount, reques-

tErrorCount, visuallyCompleteTime, name, essa decisdo foi
tomada consultando o especialista do negécio, que identificou

a relevancia do atributo name, responsdvel por identificar o
recurso que estd sendo acessado pelo usudrio do sistema.
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Tabela IIT
ANALISE COMPARATIVA DAS TECNICAS

Atributos Técnicas _ ' Relevancia
ANOVA | Chi-Square . Mutual_— REE Decision | Random Gradlf:nt Total
nformation Tree Forest Bossting
visuallyCompleteTime 3% 2% 8% 7% 43% 13% 42% 19,32%
javascriptErrorCount 30% 22% 3% 7% 26% 13% 27% 16,65%
requestErrorCount 15% 3% 2% 11% 29% 17% 30% 15,47%
name 6% 2% 6% 13% 0% 9% 0% 5,14%
duration 2% 2% 7% 4% 0% 9% 1% 3,94%
speedIndex 2% 2% 7% 6% 0% 7% 0% 3,78%
hasError 5% 10% 1% 3% 0% 1% 0% 2,71%
loadEventEnd 2% 2% 5% 4% 0% 4% 0% 2,57%
totalErrorCount 6% 10% 1% 2% 0% 1% 0% 2,54%
loadEventStart 2% 2% 5% 4% 0% 3% 0% 2,41%

A tabela IV mostra o desempenho do modelo Random
Forest com e sem a utilizacdo de técnicas de selecdo de
atributos. O melhor desempenho foi obtido sem a utilizagdo de
técnicas de selecdo de atributos. No entanto, entre as técnicas
de seleg¢do abordadas, o método proposto neste trabalho apre-
sentou o melhor desempenho.

V. CONCLUSAO

Este trabalho teve como objetivo identificar os fatores
criticos que determinam a qualidade da experiéncia do usudrio
no sistema IDEA através da aplicacdo de técnicas avancadas
de aprendizado de méiquina para selecdo de atributos. Inici-
almente, foram realizados procedimentos que envolveram a
coleta de dados de monitoramento, seu pré-processamento,
a execucdo de experimentos utilizando 7 técnicas distintas
de selecdo de atributos, e, por fim, a andlise dos resultados
obtidos.

Um modelo composto por quatro médulos foi desenvolvido
para ordenar as etapas e separar responsabilidades no processo
de andlise e processamento dos dados. Os resultados demons-
traram a eficdcia dessas técnicas ao reduzir a dimensionalidade
dos dados de 56 para apenas 4 atributos mais descritivos,
mantendo uma precisdo na previsibilidade da classificagdo da
experiéncia do usudrio com métricas superiores a 98%.

Este estudo contribui significativamente ao destacar a vi-
abilidade de identificar fatores criticos para a experiéncia
do usudrio através da andlise de dados de monitoramento.
Além disso, possibilita a verificacdo conjunta do resultado de
variados métodos de selecdo de atributos. Isso ndo apenas
permite um direcionamento mais eficiente para a melhoria
desses fatores no sistema IDEA, mas também ressalta a
importancia crucial do uso de diversas técnicas de aprendizado
de mdquina na tomada de decisdes estratégicas.

No entanto, é importante reconhecer as limitacdes deste
estudo, que se restringiu a andlise de apenas 7 técnicas de
selecdo de atributos e a um periodo especifico de monitora-
mento. Para estudos futuros, recomenda-se a expansdo deste
trabalho para incluir uma andlise mais abrangente, explorando
um conjunto mais diversificado de técnicas de aprendizado

de mdquina e estendendo o periodo de monitoramento para
capturar interagdes de usudrios ao longo de periodos mais
longos, como 3 ou 6 meses.

Em suma, este trabalho ndo apenas oferece insights valiosos
para a otimizac¢do da experiéncia do usudrio no sistema IDEA,
mas também abre novas possibilidades de pesquisa e desenvol-
vimento futuro no campo da andlise de dados para melhorias
continuas na experiéncia do usudrio em sistemas semelhantes.
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