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RESUMO

O uso cada vez maior do Machine Learning (ML) tem levado muitos processos a de-
penderem menos da acdo humana. Neste artigo foi selecionado o processo de dipa-
gem de tecido em uma industria téxtil, onde a decisdo pela parada da producao,
avaliando a necessidade de ajustes nos parametros (setup) do equipamento, de-
pende principalmente da agdo humana. Trata-se de uma decisdo que impacta o0s
indicadores de capacidade produtiva e qualidade do produto. A partir desses dados,
buscou-se criar e testar 7 modelos ML com técnicas distintas para decidir sobre a
aplicacao do setup, avaliando métricas de desempenho. Foram coletados dados his-
toricos, base para o treinamento dos modelos, entdo seguiu-se por um processo de
preparacao, organizacao, estruturacdo e analise exploratéria, produzindo um conjun-
to de dados que foi dividido em 2 grupos para treino e teste. Na fase de treino ocor-
reram simulacdes com diferentes combinaces de hiperparametros para identificar
os melhores estimadores. Por fim, os modelos foram testados com dados desconhe-
cidos e o KNN foi o modelo vencedor, apresentando os melhores resultados.

PALAVRAS-CHAVE: machine learning, dipagem, métricas.

ABSTRACT

The increasing use of Machine Learning (ML) has led many processes to depend
less on human action. In this article, the fabric dipping process in a textile industry
was selected, where the decision to stop production, evaluating the need for adjust-
ments in the parameters (setup) of the equipment, depends mainly on human action.
This is a decision that impacts the indicators of production capacity and product
quality. Based on these data, an attempt was made to create and test 7 ML models
with different techniques to decide on the application of the setup and evaluate per-
formance metrics. Historical data were collected, the basis for training the models,
then followed by a process of preparation, organization, structuring, and exploratory
analysis, producing a data set that was divided into 2 groups for training and testing.
In the training phase, simulations were performed with different combinations of hy-
perparameters to identify the best estimators. Finally, the models were tested with
unknown data and KNN was the winning model, showing the best results.

KEYWORDS: machine learning, dipping, metrics.



1. INTRODUCAO

Os avancos tecnoldgicos que surgem a cada dia estdo provocando um aper-
feicoamento de processos e reducao de custos, impactando em menos dependéncia
de avaliacdo humana. Nesse contexto, surgem tecnologias disruptivas da chamada
Indastria 4.0, dentre elas a Aprendizagem de Maquina, que possibilita, através de
algoritmos treinados com dados historicos, uma maquina executar tarefas que até
entdo dependiam de decisdo humana. Segundo Paixéao et. al. (2022) “O aprendizado
de maquina — do inglés, Machine Learning (ML) — é o ramo da inteligéncia artificial
(IA) que explora o estudo e a construcao de algoritmos computacionais a partir do
aprendizado por dados [...]”. Para Ignacio (2021) “E importante ressaltar que o estu-
do do aprendizado de maquina envolve diferentes areas do conhecimento tais como
matematica, estatistica, computacao e otimiza¢cdo, sendo assim um campo multidis-
ciplinar”. Como processo de negdécio para aplicacdo do presente estudo, foi selecio-
nado o sistema de dipagem de tecidos (Figura 1) utilizado no processo produtivo de
uma fabrica téxtil de lonas para refor¢co de pneus, localizada no Polo Industrial de
Camacari na Bahia. O processo de dipagem dessas lonas precisa ser interrompido
para que o equipamento tenha suas configuracdes ajustadas (setup) quando as dife-
rencas de especificacdes entre o produto fabricado e o proximo na linha de produ-
cao indicarem esta necessidade, a partir da avaliacdo de um operador do chao de
fabrica. Considerando a importancia dessa tomada de decisédo, o fato de ter um pro-
cesso repetitivo de analise, que exige bastante atencdo pelas especificidades exis-
tentes entre os produtos, dependendo exclusivamente do fator humano, representa

um fator de risco pelo fato de sabidamente existir uma margem de erro intrinseca.

Segundo Mendes (2014), alguns erros sdo desvios ou lapsos, muitas ve-
zes, “agdes inconscientes ou n&o planejadas”. Eles ocorrem durante uma ta-
refa familiar e incluem deslizes (por exemplo, pressionando o botdo errado
ou a leitura errada de um medidor) e lapsos (por exemplo, esquecendo-se
de realizar uma etapa de um processo). Estes tipos de erros ocorrem co-
mumente em procedimentos altamente treinados, onde a pessoa ao realiza-
las ndo precisa se concentrar no que eles estdo fazendo. Estes ndo podem
ser eliminados por formacdo, mas melhorar o projeto pode reduzir a sua
probabilidade e fornecer um sistema menos tolerante a erro.

A precisdo do momento em que se decide pelo setup é muito importante por-
gue a parada do equipamento por equivoco, reduzird a capacidade produtiva da

planta industrial, e por outro lado, se o0 equivoco for porque ndo houve parada do



equipamento, gerara risco de qualidade para o préximo produto da linha de produ-
¢do, um diferencial competitivo desta industria.

Buscando garantir reducdo na margem de erro provocada pelo fator humano
na decisdo de escolha pelo setup, este artigo tem como objetivo criar e testar um
modelo ML que assuma esta tarefa com desempenho satisfatério, validado por mé-
tricas de avaliacdo, o que tornard o sistema de controle do processo produtivo me-
nos tolerante a falhas.

Figura 1 — Sistema de dipagem para tecidos.
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2. DIPAGEM DE TECIDO

Godinho (2003) apud Cardoso, S. (2009) explica o termo dipagem como
sendo “processo termoquimico da industria téxtil pelo qual um tecido cru é
submetido a um ou mais banhos de solu¢ées quimicas a base de 4gua e la-
tex [...] zonas de aquecimento e secagem para cura [...]".

A dipagem de tecido é um processo complexo onde um tecido € imerso em
uma solucdo quimica para atender as propriedades requeridas. A formula para pre-
parar esta solucédo difere conforme cada empresa fabricante ou cliente do produto,
sendo considerado parte do segredo industrial, impactando na reducdo de custos e
melhoria de propriedades, sendo a etapa que gera maior valor agregado ao produto.
Este processo deve ser feito em determinada velocidade, tensdo e temperatura para
gue o tecido atinja as caracteristicas fisicas e quimicas especificadas pelo cliente.

Ao iniciar o processo, o produto é referenciado como “tecido cru”, e apos pas-

sar por banhos quimicos, secagem e cura nos fornos, recebe a referéncia de “tecido



dipado”. As variacfes nas especificacdes, além das diferencas nas formulas de pre-
paracdo da solucédo, possibilitam a producéo de diferentes padrbes de produtos para
cada cliente, e contribuem para sua complexidade. Dependendo do grau destas va-
riacbes ocorrera o setup, mediante a passagem de um tecido especial pelo equipa-
mento, chamado liner, tecido este que desempenha também a funcdo de limpeza

dos residuos acumulados de processos anteriores.

3. APRENDIZAGEM DE MAQUINA

A aprendizagem de maquina (ou, em inglés, Machine Learning) é uma area
da Ciéncia da Computacédo que lida com algoritmos que aprendem por ex-
periéncia e melhoram suas performances com o decorrer do tempo. Essa
abordagem é normalmente utilizada para a deteccéo de padrées em dados,
visando a automatizacdo de tarefas complexas ou fazer predi¢des, e vém se

tornando um diferencial em diversas areas [...] (INAZAWA et al., 2019, p.
20).

O ML possui relagdo com duas outras areas do conhecimento, a Inteligéncia
Artificial (1A) e a Ciéncia de Dados, que por estarem ligadas muitas vezes sao trata-
das como sindnimos quando na realidade sdo areas complementares. A IA tem o
objetivo principal de fazer uma maquina se comportar como um humano, imitando o
funcionamento do cérebro. A Ciéncia de Dados € um campo do conhecimento que
recorre as areas da matematica, estatistica, computacédo e IA para buscar insights
de informagdes sobre um conjunto de dados, sendo o ML uma das formas da Cién-
cia de dados atuar através de diferentes técnicas e algoritmos.

Figura 2 — Relacéo entre Data Science, Al e ML.
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O ML possui quatro tipos de aprendizagem, sao eles, supervisionado, nao su-
pervisionado, semi-supervisionado e por reforco. O aprendizado supervisionado se
caracteriza pelo treinamento do modelo com os dados de entrada e de saida (resul-
tado) conhecidos, enquanto o aprendizado ndo supervisionado se caracteriza pelo
treinamento do modelo buscando extrair padrbes de um conjunto de dados, sem ter
conhecimento da relagéo entre estes dados. A utilizacdo dos aprendizados supervi-
sionado e ndo supervisionado em um mesmo modelo caracteriza o aprendizado se-
mi-supervisionado, possibilitando criar um modelo que permita o conhecimento ape-
nas parcial das saidas, o que eventualmente por ocorrer. Finalmente, o aprendizado
por reforgo é aquele onde o algoritmo aprende o melhor caminho por tentativa e er-
ro, baseado em recompensas por suas decisdes.

Neste estudo, como a variavel de saida (classe) é conhecida em todo o con-
junto de dados, o tipo de aprendizagem supervisionado se apresenta como ideal pa-
ra solucionar o problema apresentado.

A teoria de ML é implementada através de algoritmos, conjunto de instrucdes
e regras a serem executadas por um computador. O grupo destes algoritmos que
atendem aos requisitos da aprendizagem supervisionada recebem a denominacéo
“algoritmos de classificacao”. Estes algoritmos de classificacdo por sua vez, quando
estdo diante de um problema onde a variavel de saida (classe) possui apenas 2 re-
sultados possiveis, sdo chamados de classificadores binarios, neste caso, teremos a
decisao pelo setup que poderéa ser “sim” (1) ou “nao” (0).

Neste artigo, 7 modelos ML serdo avaliados entre si, a partir de métricas que
contribuirdo para determinar aguele com maior efetividade de generaliza¢cédo, capaci-
dade de acertar a previsdo quando exposto a novos casos, uma vez treinado. A se-
guir sdo apresentados os respectivos algoritmos de classificacdo binaria seleciona-

dos para o estudo:

e Algoritmo Arvore de Decisdo ou Arvore de Classificagdo: Como 0 nome suge-
re, este algoritmo refere-se a uma estrutura com caracteristica semelhante a uma
arvore, composta por “nés”, onde cada “nd” representa uma decisao légica a ser
tomada. O primeiro “nd” é chamado de raiz, entdo a partir dai ocorrem ramifica-
cOes com regras de classificacdo gerando outros nés chamados de folha, até que

se obtenha um resultado, o rétulo de classe na extremidade. Para se obter uma



arvore de classificacao eficiente com melhores decisGes costuma-se utilizar uma
medida que calcula “pureza” de amostras de dados para se obter melhores esco-
lhas. Assim, adota-se a medida Entropia, célculo de ganho de informacéo origina-
do da teoria da informagcéo, ou o indice Gini, critério que mede o grau de hetero-
geneidade dos dados, obtendo amostras de dados consideradas mais puras.
Vantagens: Requer menos dados para treinamento que outros modelos, além de
ser de facil interpretacéo e tolerante a valores ausentes.

Desvantagens: E instavel a modificacées, podendo alterar suas previsdes a partir
de uma leve mudanca nos dados, e nao sao indicadas individualmente para pre-
digbes muito robustas, por isso € muito comum se combinar modelos de arvores

de decisao formando uma floresta (Random Forest) para suprir este ponto fraco;

Algoritmo Random Forest: Trata-se de um algoritmo resultante de um método
chamado Ensemble, onde o resultado de varios modelos ML, neste caso o algo-
ritmo Arvore de Decisdo, é apresentado de maneira Unica, dai o nome Floresta
Aleat6ria. Portanto, a classificagdo neste modelo serd o resultado do processa-
mento de mdltiplas Arvores de Decis&o.

Vantagens: Possui alto grau de precisdo e € menos suscetivel a sobreajuste
(overfitting), quando o modelo trabalha muito bem com os dados de treino, mas
nao consegue generalizar com dados novos.

Desvantagens: Tem baixa performance, principalmente para fazer predicdo em
tempo real devido ao grande namero de arvores necessarias, exigindo recurso

computacional.

Algoritmo Naive Bayes: Classifica dados a partir de uma tabela de probabilida-
des, tendo como caracteristica ndo levar em conta a correlagcao entre variaveis,
tratando cada uma de forma independente, o que levou ao seu nome “ingénuo”
(Naive). J4 o termo Bayes vem da sua origem, o Teorema de Bayes publicado em
1812 por Pierre-Simon Laplace.

Vantagens: Tem boa performance porque € baseado em uma equacao matema-
tica simples, necessita de poucos dados de treinamento e é altamente escalavel.
Desvantagens: Desconsidera a correlacdo entre as variaveis e ndo € reconheci-
do como um bom estimador porque suas probabilidades ndo sdo consideradas

precisas. Também ndo consegue fazer uma previsdo se uma categoria de uma



variavel ndo existir no conjunto de treinamento, pois 0 modelo atribuira uma pro-
babilidade zero conhecida como “Frequéncia Zero”, a menos que seja aplicada

uma técnica de suavizacdo chamada estimativa de Laplace.

Algoritmo KNN (K-Nearest Neighbors): Classifica amostras de um conjunto de
dados conforme distancia em relacdo aos K vizinhos mais préximos, onde K é de-
finido como parametro. Define uma amostra como sendo de uma classe se 0s Vvi-
zinhos mais proximos forem desta classe em sua maioria.

Vantagens: E simples na teoria, implementacéo e interpretacéo, e trata-se de um
algoritmo do tipo lazy-learning que faz uma aprendizagem por analogia, ndo ha-
vendo fase de treino para fazer a predicdo baseando-se na memorizacéo dos da-
dos de treino, o que o torna muito mais rapido do que outros algoritmos.
Desvantagens: Tem baixa performance para conjunto de treinamento maiores e
para um numero elevado de variaveis de entrada, exigindo recurso computacio-

nal.

Algoritmo Regressdo Logistica: Classifica de maneira probabilistica se um
evento vai ocorrer, utilizando a fungcdo matematica logistica também chamada de
curva logistica ou sigmoide, em formato de “S”.

Vantagens: E de facil implementacao, simples de treinar, possui alto grau de con-
fiabilidade e tem boa performance principalmente se os dados forem linearmente
separaveis.

Desvantagens: Nao consegue resolver problemas néo lineares e € vulneravel a

sobreajuste (overfitting).

Algoritmo SVM (Support Vector Machine): Classifica os dados em grupos dis-
tintos representados por pontos (coordenadas) e separados por uma linha conhe-
cida como hiperplano. Os vetores de suporte sdo os pontos das extremidades de
cada grupo que representam a menor distancia entre si, formando uma margem
que definira o melhor hiperplano de separacédo. Para dados ndo separaveis line-
armente é utilizado o recurso do Kernel, onde transforma os dados de uma di-
mensdo para duas dimensfes, e nesta, passam a ser separaveis linearmente.
Faz-se esse processo mapeando cada ponto em uma dimensdo para um par or-

denado correspondente nas duas dimensoes.



Vantagens: Muito eficiente para problemas com alta dimensionalidade e quando
0 numero de dimensfes é maior que 0 numero de amostras.

Desvantagens: Tem baixa performance para conjunto de treinamento maiores,
exigindo recurso computacional, e tem complexa interpretacdo da estratégia de

decisédo, por isso considerado um classificador “caixa-preta”.

Algoritmo MLP (Multilayer Perceptron): Antes de tratar das caracteristicas des-
te algoritmo é preciso destacar que “as redes neurais artificiais (RNAS) sao siste-
mas computacionais adaptativos inspirados nas caracteristicas de processamento
de informacdo semelhante ao neurbnio biolégico de organismos inteligentes”
(HAYKIN, 1999 apud NETO; BONINI). A arquitetura mais simples de uma RNA é
chamada de perceptron, um modelo matematico composto de n entradas e uma
saida binaria, uma camada Unica com um ndé mais conhecido como neurdnio.
Neste estudo sera utilizado a RNA perceptron multicamadas ou MLP (Multilayer
Perceptron), composta por camadas de neurdnios, uma camada de entrada, uma
ou mais camadas intermediarias e uma camada de saida (Figura 3). As camadas
intermediarias sdo também conhecidas como camadas ocultas por nédo ter intera-
cOes com agentes externos, recebendo e enviando dados de outros neurénios. A
classificacdo dos dados se da através do processamento de neurbnios interliga-
dos com um sistema de tolerancia a falhas e aprendizado através de padrdes
tendo como saida um valor que representa uma das classes esperadas.
Vantagens: Ser eficiente em problemas com alto grau de nao linearidade.
Desvantagens: Tem baixa performance em tempo de treinamento, exigindo re-
curso computacional, e tem complexa interpretacdo da estratégia de deciséo, por

iIsso considerado um classificador “caixa-preta”.

Figura 3 — Diagrama do Perceptron Multicamadas.
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4. METRICAS DE AVALIACAO

Ha inUmeras métricas de avaliacdo para algoritmos de Aprendizado de Ma-
quina, que possibilitam identificar se as técnicas de pré-processamento apli-
cadas resultam numa melhoria significativa para o projeto ou ndo. As métri-
cas possibilitam avaliar, quantitativamente, os algoritmos de classificacao
utilizados nos experimentos. [...]” (SHALEV-SHWARTZ; BEN-DAVID, 2014
apud CARDOSO, I., 2022).

Um modelo de predicdo ML precisa ser avaliado para garantir sua qualidade,
e ISso ocorre através de métricas que indicardo sua efetividade. Os modelos de
classificagcdo possuem métricas especificas também chamadas de métricas de clas-
sificacdo, as quais indicardo o quao proximo o modelo se encontra da perfeicédo.
Dentre essas métricas, existem as mais indicadas para o objetivo do modelo que
esta sendo criado, e no caso do presente estudo, o objetivo principal € identificar a
classe positiva (1), ou seja, se deve parar o processo produtivo para aplicar o setup
pois a ndo aplicacéo poderé contribuir para prejuizos de qualidade ou até mesmo de
perda de material. Com base nesse principio, foram selecionadas as seguintes mé-
tricas para avaliar os 7 modelos de classificacdo do estudo: acurécia, precisao, revo-
cacao, fl-score, mcc, log loss, auroc e auprc. Adicionalmente, como parte do pro-
cessamento de uma rede neural, utilizou-se da métrica funcédo de perda ou de custo
para garantir a validade do modelo MLP.

Uma forma de visualizar a qualidade de um modelo de classifica¢do binaria é
visualizar seus resultados em uma matriz quadrada (2x2) chamada matriz de confu-
sdo. Trata-se basicamente de uma tabela que cruza quantidades de acertos e erros
entre os dados preditos e reais das classes.

Figura 4 — Matriz de Confuséo.
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Na Figura 4 pode-se ver um exemplo, onde 1.519 dados reais da classe ne-
gativa (0) tiveram 1.519 (100%) dados preditos corretamente, e 175 dados reais de
classe positiva (1) tiveram 170 (97,14%) dados preditos corretamente e 5 (2,86%)
dados preditos erroneamente. Pode-se ler também que os dados séo distribuidos
em 5 verdadeiros positivos (VP), 1.519 verdadeiros negativos (VN), 0 falso positivo
(FP) e 170 falsos negativos (FN).

4.1 ACURACIA

A métrica acuracia indica o quanto o modelo conseguiu atingir seu objetivo de
classificar corretamente, sendo considerada uma métrica importante, porém simples,
e por isso indicada apenas para uma avaliacdo preliminar mostrando a tendéncia do
modelo, ndo servindo para escolha do modelo ideal numa andlise conjunta. Trata-se
do percentual de acertos obtido pela razdo da quantidade de acertos sobre a quanti-
dade total de entradas.

N&o se comporta bem com dados desbalanceados porque tendera para o
grupo de maior incidéncia, causando uma falsa indicacdo de bom desempenho. Por
exemplo, um modelo que foi treinado sobre um conjunto de dados financeiros com
identificacdo de fraude em apenas 5% das entradas, as predicdes de validacéo e
teste tenderdo para as entradas onde nao indica fraude, simplesmente porque re-
presentaram 95% das entradas do treinamento. Sendo assim, a acuracia dara a im-
presséo de que os acertos do modelo foram altos por conta do bom ajuste do mode-
lo quando na realidade o modelo estara viciado.

4.2 PRECISAO e REVOCACAO (RECALL)

Preciséo e revocacao sao métricas de classificacao indicadas quando a clas-
se positiva (1) é de maior interesse, como neste estudo. Enquanto a métrica preci-
sdo apresenta quantas classes positivas 0 modelo acertou dentre as classes positi-
vas preditas, a métrica revocacdo apresenta quantas classes positivas 0 modelo de-
tectou dentre todas as classes realmente positivas. Por exemplo, em um modelo cri-
ado para identificar se um e-mail € spam, foi predito que 300 e-mails eram spam,
contudo somente 150 destes e-mails realmente eram spam, isso quer dizer que a
precisdo foi de 50%, por outro lado, considerando todo o conjunto de dados, 1.000

e-mails eram spam, entdo a revocacao foi de 15%, ja que o modelo acertou apenas
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150 e-mails spam conforme ja citado. Pode-se observar pela precisdo que tiveram
150 e-mails falsos positivos (FP) e pela revocacao que tiveram 850 e-mails falsos
negativos (FN).

Segundo Marcondes (2021), “um aumento na precisdo, em geral, pode trazer
uma reducédo no namero de positivos que € descoberto pelo modelo. [...] um modelo
muito preciso raramente erra ao apontar um positivo, porém, como consequéncia,
pode acabar apontando poucos positivos.”. A essa caracteristica dar-se o nome de

trade-off, e no caso, tem-se um trade-off entre precisdo e revocacéao.

4.3 F1-SCORE

F1-Score € uma métrica que representa a média harmodnica entre as métricas
precisdo e revocacado, ou seja, observando-a estara avaliando essas duas métricas
através de um valor Unico. O uso da média harménica é importante porque € uma
média que valoriza os valores baixos, e desta forma, ndo causa distor¢do quando
existe um valor de precisdo ou revocagao muito baixo, o que nao aconteceria se fos-
se uma média aritmética. Por exemplo, se um modelo estiver com uma precisdo de
15% e uma revocacdo de 95%, a média aritmética sera de 55%, 0 que podera ser
interpretado como um modelo de desempenho médio, e seria um equivoco ja que o
modelo demonstrou uma precisdo fraca. Por outro lado, a média harménica dara
26% estando mais conforme com a realidade do exemplo. Resumindo, um F1-Score
alto quer dizer que ambas as métricas, precisdo e revocacédo, estdo com bom de-

sempenho.

4.4 AUPRC (Area Under the Precision-Recall Curve)

A métrica AUPRC consiste no célculo da &rea abaixo de uma curva, neste
caso da curva de preciséo e revocacao, demonstrando a comparacéo entre essas 2
métricas. A curva corresponde a precisdo e revocacao ponderada de cada classe
para limiares que variam entre 0 e 1, e quanto mais proximo de (1,1) estiver, melhor
sera o modelo. A possibilidade de analisar a relacédo entre os valores de preciséo e
revocacao ao longo destes limiares, identificando o melhor ponto de corte, represen-

ta uma vantagem desta métrica na comparacéo entre classificadores.
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Figura 5 — Curva AUPRC.
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No exemplo da Figura 5 observa-se um modelo com um bom desempenho,
tanto pelo visual onde a curva se aproxima do canto superior direito quanto pelo

proprio valor do indicador, 0.916.

4.5 AUROC (Area Under the Receiver Operating Characteristic Curve)

A métrica AUROC ou AUC consiste no célculo da area abaixo da chamada
curva ROC (curva caracteristica de operacéo do receptor). A curva ROC (Figura 6)
corresponde a taxa de verdadeiro positivo (TVP), classes positivas que o modelo
previu corretamente, sobre a taxa de falso positivo (TFP), classes negativas que o
modelo previu erroneamente como positiva. O indicador TVP é a propria métrica re-
vocacao também conhecida como sensibilidade, e o indicador TFP representa a dife-
renca entre 1 e a métrica especificidade, representada pela taxa de verdadeiro nega-
tivo (TVN), classes negativas que o modelo previu corretamente. A curva ROC re-
presenta limiares que variam entre 0 e 1, e quanto mais proximo de (0,1) estiver,
melhor sera o0 modelo. Assim como na curva precisao-revocacao, esta curva tem
como vantagem a identificacdo do melhor ponto de corte, aquele que tem o valor de

melhor desempenho, para os modelos avaliados.
Figura 6 — Curva ROC.

Curva ROC
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Taxa de Falsos positivos

Fonte: BENTO, VASSALO; SAMATELO, 2021
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No exemplo da Figura 6 observa-se um modelo com um bom desempenho,
tanto pelo visual onde a curva se aproxima do canto superior esquerdo quanto pelo

proprio valor do indicador, 0.898.

4.6 MCC (Matthews Correlation Coefficient)

O MCC, conhecido na estatistica como coeficiente Phi, € uma métrica de
classificacéo robusta que contempla todas as possibilidades apresentadas na matriz
de confusao, acertos e erros das classes positiva e negativa. Trata as classes reais
e preditas como 2 variaveis, calculando o coeficiente de correlacdo entre elas, e
guanto maior for essa correlacdo, melhor sera a previsdo. O coeficiente retorna um
valor normalizado entre -1 e +1, onde mais préximo de -1 significa que o modelo es-
ta errando mais que acertando, mais proximo de +1 significa que o modelo acertan-
do mais que errando, ou seja, ambas as classes sdo bem previstas, e mais préximo
de 0 significa que o modelo esta “chutando” a previsdo de maior frequéncia, ou seja,

as classes possuem correlacao fraca.

4.7 LOG LOSS (Logarithmic Loss)

Log loss ou Binary Cross Entropy (entropia cruzada) é uma funcédo de perda
que representa uma métrica de avaliagdo para modelos de classificacdo. Faz uma
avaliacado das probabilidades geradas por um modelo de classificagéo, penalizando
previsdes com falhas grosseiras, desta forma avalia a confiabilidade do modelo. Por
exemplo, se o classificador indicar erroneamente que uma classe binaria é 0 com
uma probabilidade de 99%, estard cometendo um erro grave, mas se indicar uma
probabilidade de 55%, estara cometendo um erro pequeno por se tratar de uma pro-
babilidade préxima ao limite de decisdo de 50%. Trata-se de uma métrica considera-
da negativa porque quanto mais proximo de zero, melhor estard o modelo, e na ou-
tra direcdo, quanto maior seu valor mais a probabilidade prevista estara divergente
da classe real.

Observa-se na Figura 7 um exemplo do grafico log loss da probabilidade para
acertar uma classe positiva (1), onde quanto mais préximo a zero estiver a probabili-

dade, maior sera a penalidade, chegando a um custo exponencial.



Jog(p(x))

Figura 7 — Funcéo Log Loss.

Log Loss
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Fonte: GODOQY, 2018

4.8 FUNCAO DE PERDA (LOSS)
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A funcéo de perda (loss function) ou funcéo de custo (cost function) avalia o

gudo bem um modelo de redes neurais esta fazendo suas predi¢ées. Trata-se de um

dos principais responsaveis pelos ajustes de pesos na construcdo dos modelos de

redes neurais, atuando durante a retropropagacao destes pesos que séo reinseridos

na rede. Esse ciclo se repete até a concluséo das iteracdes (épocas) ou até que seja

observado a saturacéo na melhoria do desempenho do modelo. O método chamado

parada precoce ou parada antecipada (early stopping) pode ser usado para calcular

a precisdo da classificacdo ao final de cada iteracédo (época), interrompendo o trei-

namento quando a previsdo parar de melhorar, evitando inclusive o sobreajuste

(overfitting) do modelo, conforme apresentado na Figura 8.

Loss

Figura 8 — Funcao Loss.

Overfitting starts:
Early Stop Validation

Training

Epochs

Fonte: TITO, 2020
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5. PROJETO MACHINE LEARNING

A chave para entregar um bom projeto de Machine Learning é entender o
problema, resolver este problema e produzir um resultado que atenda as
suas necessidades. Entéo, é preciso ter nocdo do problema, dos dados en-
volvidos e do contexto. Além disso, é preciso ter em mente o objetivo da
empresa, e se é possivel atingi-lo utilizando técnicas de aprendizado de
maquina. (SHASHANK, 2022 apud ILUMEO, 2022)

Em conformidade com Shashank, procurou-se aqui o conhecimento sobre o
negocio dipagem de tecidos na industria téxtil, entendendo como problema central
do estudo, os riscos envolvidos na escolha de quando parar o processo produtivo
para transicdo de parametros de especificacao e limpeza de equipamento, o chama-
do setup, sem uma ferramenta inteligente de apoio, riscos estes que podem impactar
os resultados da empresa. Como solucdo ao exposto, optou-se pela implementacéo
de um modelo ML como a citada ferramenta inteligente dando mais seguranca a to-
mada de deciséo.

O Projeto ML foi desenvolvido em 5 etapas: (1) Coleta de dados; (2) Pré-
processamento; (3) Analise Exploratéria; (4) Treinamento e otimizacdo dos modelos;
e (5) Analise e avaliacdo de resultados, tendo como produto um modelo de classifi-

cacdo de dados que sinaliza quando aplicar o setup em uma maquina de dipagem

de tecidos.
Figura 9 — Etapas de Projeto ML.
. . Treinamento e Analise e
Ct:,le;a de P Pre- " E Aln al':‘? . Otimizacé&o dos Avaliagao de
ados rocessamento Xploratoria Modelos Resultados

Fonte: Elaborado Prépria

A implementacdo de um Projeto ML exige o uso de determinadas tecnologias
capazes de atender aos requisitos exigidos pela ciéncia de dados, e neste caso foi
escolhida a ferramenta Google Colaboratory, mais conhecida como Colab, uma pla-
taforma que disponibiliza um ambiente de desenvolvimento em nuvem, ou seja,
acessivel on-line através da internet, com utilizacdo da linguagem de programacéo

Python.

5.1 COLETA DE DADOS

Foram levantados dados dos registros de setup com a identificagado dos pro-

dutos envolvidos antes e depois do mesmo, apontados ao longo do tempo no pro-
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cesso industrial “dipagem de tecidos” da fabrica téxtil selecionada para este estudo,
abrangendo um periodo de 6 anos (2017-2022) ordenados cronologicamente, con-
tabilizando 15.312 linhas.

Pode-se observar na Tabela 1, o dicionario de dados do referido conjunto de
dados (dataset) distribuidos em 39 variaveis ou atributos, sendo 9 variaveis categori-
cas nominais, 6 varidveis numéricas discretas e 24 varidveis numéricas continuas.
Destas, 5 varidveis de identificacdo, 1 variavel de série temporal, 32 variaveis de
especificacdo de processo e produto e 1 variavel de interesse representando a clas-

se que se deseja predizer com o0 modelo de classificacdo binaria.

Tabela 1 — Varidveis do conjunto de dados.

Variavel Descricéo Classificacdo
id N° de ordem do processo produtivo de dipagem de tecido Numeérica Discreta
nu_ano Ano quando ocorreu 0 processo Numérica Discreta
nu_produto_a N° de Produto A Numérica Discreta
cd_artigo_a Cadigo do Artigo de Produto A Categérica Nominal

cd_tipo_material_pa

Cédigo do Tipo de Material de Produto A

Categérica Nominal

cd_solucao _1b pa

Cédigo de Solucédo para 1° Banho do Produto A

Categérica Nominal

cd_solucao 2b pa

Cédigo de Solucédo para 2° Banho do Produto A

Categérica Nominal

vl _temp fl pa

Temperatura Forno 1 para Secagem na Dipagem do Produto A

Numérica Continua

vl_temp f2a pa

Temperatura Forno 2A para Secagem na Dipagem do Produto A

Numérica Continua

vl _temp f2b pa

Temperatura Forno 2B para Secagem na Dipagem do Produto A

Numérica Continua

vl_temp_f5_pa

Temperatura Forno 5 para Secagem na Dipagem do Produto A

Numérica Continua

vl_temp_f3_pa

Temperatura Forno 3 para Processo na Dipagem do Produto A

Numérica Continua

vl_temp_f4_pa

Temperatura Forno 4 para Processo na Dipagem do Produto A

Numérica Continua

vl_temp_f6_pa

Temperatura Forno 6 para Processo na Dipagem do Produto A

Numérica Continua

vl_temp_f7_pa

Temperatura Forno 7 para Processo na Dipagem do Produto A

Numérica Continua

vl_tensao_z2 pa

Tens&@o em Zona 2 de Fornos na Dipagem do Produto A

Numérica Continua

vl tensao_z4 pa

Tens&o em Zona 4 de Fornos na Dipagem do Produto A

Numérica Continua

qgt_fornos_usados_pa

Quantidade de Fornos usados na Dipagem do Produto A

Numérica Discreta

gt_largura_pa

Largura do Produto A

Numérica Continua

vl_velocidade pa

Velocidade de Processamento da Dipagem do Produto A

Numérica Continua

nu_produto_b

N° de Produto B

Numérica Discreta

cd_artigo_b

Cadigo do Artigo de Produto B

Categorica Nominal

cd_tipo_material_pb

Cédigo do Tipo de Material de Produto B

Categérica Nominal

cd_solucao_1b pb

Cédigo de Solucédo para 1° Banho do Produto B

Categérica Nominal

cd_solucao _2b _pb

Cddigo de Solucédo para 2° Banho do Produto B

Categérica Nominal

vl _temp f1 pb Temperatura Forno 1 para Secagem na Dipagem do Produto B Numérica Continua
vl_temp f2a_pb Temperatura Forno 2A para Secagem na Dipagem do Produto B Numérica Continua
vl_temp f2b_pb Temperatura Forno 2B para Secagem na Dipagem do Produto B Numérica Continua
vl _temp f5 pb Temperatura Forno 5 para Secagem na Dipagem do Produto B Numérica Continua
vl _temp f3 pb Temperatura Forno 3 para Processo na Dipagem do Produto B Numérica Continua
vl _temp _f4 pb Temperatura Forno 4 para Processo na Dipagem do Produto B Numérica Continua
vl _temp _f6_pb Temperatura Forno 6 para Processo na Dipagem do Produto B Numérica Continua
vl _temp {7 _pb Temperatura Forno 7 para Processo na Dipagem do Produto B Numérica Continua
vl_tensao_z2 pb Tensdo em Zona 2 de Fornos na Dipagem do Produto B Numérica Continua
vl_tensao_z4 pb Tensdo em Zona 4 de Fornos na Dipagem do Produto B Numérica Continua
gt_fornos_usados_pb | Quantidade de Fornos usados na Dipagem do Produto B Numérica Discreta
gt_largura_pb Largura do Produto B Numérica Continua
vl_velocidade pb Velocidade de Processamento da Dipagem do Produto B Numérica Continua

cd_passa_liner

Confirmacao Setup - Sim (1) / Nao (0)

Categérica Nominal

Fonte: Elaboracéao Propria
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5.2 PRE-PROCESSAMENTO E ANALISE EXPLORATORIA

Antes da criacdo do modelo ML, tem-se como condi¢cdo obrigatoria a passa-
gem pelas etapas de pré-processamento que envolve a preparacdo, organizacéo e
estruturacdo dos dados, e a analise exploratéria dos dados, ou seja, a andlise das
caracteristicas do conjunto de dados. Essas etapas sao ciclicas, ou seja, S0 execu-
tadas uma apoOs a outra quantas vezes forem necessarias, contribuindo para o de-
sempenho satisfatério dos modelos estudados, uma vez que prepara os dados em
conformidade com as orientac¢des técnicas de cada algoritmo.

Segundo Silva (2014), as principais etapas envolvidas no pré-processamento
de dados séo a integracdo dos dados, limpeza dos dados, reducdo dos dados e
transformacao dos dados.

A integracéo dos dados se faz necessaria quando os dados coletados se en-
contram em fontes diferentes. Neste caso, os dados encontravam-se em 2 fontes
distintas, planilhas eletrénicas e banco de dados relacional, o que exigiu a integra-
¢cdo dos mesmos em um conjunto de dados Unico através da andlise de cada varia-
vel, tratando quaisquer redundancias e conflitos eventuais de valores, ou seja, houve
um alinhamento dos dados e o relacionamento entre 0s mesmos através de varia-
veis chaves para que a integracao tivesse sucesso.

A limpeza de dados busca verificar existéncia de dados ausentes, ruidosos,
discrepantes e inconsistentes que possam influenciar negativamente nos resultados
do modelo ML.

Verificou-se auséncia de dados em um conjunto de linhas de 6 variaveis, sen-
do 2 variaveis ligadas a largura de produto e 4 variaveis ligadas ao cddigo de solu-
¢céo usada no banho de produto, conforme descricdo abaixo.

e 2 linhas em largura de produto A.
e 2 linhas em largura de produto B.
e 6.667 linhas em codigo de solugao para 1° banho de produto A.
e 6.672 linhas em cddigo de solugéo para 1° banho de produto B.
e 1.674 linhas em codigo de solugao para 2° banho de produto A.
e 1.674 linhas em cddigo de solugao para 2° banho de produto B.
As linhas com dados ausentes nas variaveis relativas a largura foram exclui-

das uma vez avaliado as seguintes consideragoes:
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e Todas as linhas séo relacionadas a um mesmo cédigo de produto, produte este
gue nao mais foi produzido durante o periodo trabalhado, o que n&o permitiu a lo-
calizacdo de alguma referéncia desta largura.

¢ A gquantidade de linhas possui baixa representatividade, uma vez que equivalem a
0,026% do total de linhas do conjunto de dados.

e O coddigo se refere a um produto usado para teste a época, conforme atestado
pelo responsavel técnico do negacio.

As linhas com dados ausentes das variaveis relativas a cédigo de solucéo pa-
ra banho, foram preservadas uma vez analisado as seguintes consideracoes:
¢ Foi verificado que ndo é obrigatério a aplicacdo de 2 banhos no processo produti-

vo “dipagem de tecidos”.

¢ Nao foi detectada linha alguma com codigos de solucdo ausentes nos 2 banhos
possiveis.

Verificou-se inconsisténcia nas variaveis de tensdo do processo de dipagem,
onde 30 linhas estavam com valores zerados nas 2 tensdes possiveis da especifica-
¢céo do produto, o que provocou a exclusdo das mesmas.

Para verificar existéncia de dados ruidosos discrepantes, os chamados outli-
ers, optou-se por utilizar o método Tukey, o qual apresenta essa discrepancia visu-
almente através do grafico Box Plot. Neste grafico, os dados séo divididos em 4 par-
tes iguais contendo 25% dos elementos, e conhecidas como quartis, que demons-
tram a dispersdo dos mesmos. Para além dos quartis sdo calculados os limites infe-

rior e superior que delimitam a fronteira para um valor ndo ser considerado outlier.

Figura 10 — Box Plot apresentando Outliers.
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Nos gréaficos box plot apresentados na Figura 10 péde ser confirmado a pre-
senca de outliers no conjunto de dados deste estudo, sendo identificados dados dis-
crepantes em 18 variaveis, especificamente em variaveis relacionadas a temperatu-
ra, tensao, largura e velocidade, destacando-se os indices de discrepancia nos da-
dos de temperatura do forno 3 (vl_temp_f3 _pa e vl _temp f3 pb) e largura de produ-
tos (qt_largura_pa e qt_largura_pb) com valores acima de 20%. Contudo, ao apre-
sentar esses valores de outliers ao Eng. de Tecnologia responséavel técnico pelo
processo, foi avaliado tratar-se de diferencas naturais inerentes ao negocio por con-
ta das caracteristicas especificas definidas por cada cliente, ou seja, ndo é indicado
tratamento sobre os mesmos.

Dentro da etapa de pré-processamento relativa a reducdo de dados para oti-
mizar o desempenho do modelo, observou-se a possibilidade de reducdo de dimen-
sionalidade do conjunto de dados. Primeiro, foram identificadas e excluidas algumas
varidveis sem relevancia para a tarefa de classificacdo, 5 varidveis de identificacéo e
1 variavel de tempo conforme descrito abaixo.
¢ id: Identificacdo do numero de ordem de execuc¢do do processo de dipagem.

e nu_produto_a: Identificacdo do volume produzido passado pela dipagem.

e nu_produto_b: Identificagdo do volume produzido a passar pela dipagem.

e cd_artigo_a: Identificacdo do padrao técnico do produto passado pela dipagem.

e cd_artigo_b: Identificacdo do padrédo técnico do produto a passar pela dipagem.

e Nu_ano: ano quando ocorreu o processo de dipagem.

A seguir foram identificadas mais 2 caracteristicas que foram tratadas, a pre-
senca de variaveis categoricas e redundantes, conforme mapa de calor (Figura 11).
Assim, as acdes a seguir se mostraram indicadas.

e Exclusdo das variaveis quantidade de fornos usados para produtos A e B
(gt_fornos_usados_pa e qt_fornos_usados_pb) ja que essa informacéo sera iden-
tificada pelo algoritmo com base na existéncia de registro das temperaturas;

e Criacdo de variaveis para registro das diferencas entre temperaturas, tensoes,
velocidades e larguras dos produtos A e B;

e Criagdo de variavel para registro de mudanca em alguma das solu¢des de banho
aplicadas sobre o produto A e B;

e Criagdo de variavel para registro de mudanga no tipo de material entre o produto
AeB;
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e Exclusdo de variaveis de temperaturas, tensdes, velocidade, largura, solu¢cbes de
banho e tipo de material do produto A e do produto B.
Em resumo, a reducdo de dimensionalidade sobre o conjunto de dados gerou
uma reducao de 24 variaveis, saindo de 39 para 15 variaveis (Tabela 2), contribuin-
do para simplificacdo do modelo e reducao do tempo de treino.

Figura 11 — Mapa de Calor de Correlacdes.
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Fonte: Elaboragédo Propria

Quanto a transformacédo de dados, observou-se a necessidade de aplicar a
técnica de normalizagédo, uma vez verificado que as variaveis do conjunto de dados
possuem ordens de grandeza diferentes, situacdo ndo tratada pelos algoritmos KNN,
Regresséao Logistica, SVM e MLP.



Tabela 2 — Variaveis ap6és reducdo de dimensionalidade.

Variavel

Descricao

Classificacéo

fl_tipo_material_alterado

Confirma alteracéo de tipo material

Categérico Nominal

fl_solucao_banho_alterado

Confirma alteracéo solucdo para banho

Categérico Nominal

vl_dif_temp_fornol

Diferenca de temperatura forno 1

Numérico Discreto

vl_dif temp_forno2a

Diferenca de temperatura forno 2a

Numérico Discreto

vl_dif temp_forno2b

Diferenca de temperatura forno 2b

Numérico Discreto

vl_dif temp_forno3

Diferenca de temperatura forno 3

Numérico Discreto

vl_dif _temp_forno4

Diferenca de temperatura forno 4

Numérico Discreto

vl_dif temp_forno5

Diferenca de temperatura forno 5

Numérico Discreto

vl_dif temp_forno6

Diferenca de temperatura forno 6

Numérico Discreto

vl_dif _temp_forno7

Diferenca de temperatura forno 7

Numérico Discreto

vl_dif tensao z2

Diferenca de tenséo zona 2

Numérico Discreto

vl_dif tensao z4

Diferenca de tenséo zona 4

Numérico Discreto

vl_dif velocidade

Diferenca de velocidade

Numérico Discreto

qt_dif_largura

Diferenca de largura

Numerico Continuo

cd_passa_liner

Confirmacao de Limpeza - Sim (1) / Nao (0)

Categérico Nominal
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Fonte: Elaboracgao Propria

O conjunto de dados deste estudo possui uma limitacdo de amostra, tipica de
modelos de classificacao binaria, onde ocorre desbalanceamento de dados entre as
classes. Verificou-se conforme Figura 13, que o desbalanceamento é de 95,40%
para classe 1 e 4,60% para classe 0, situagcdo que muitos algoritmos de aprendiza-
gem de maquina ndo conseguem tratar, provocando resultados néo satisfatorios na
realizacdo de previsdes pelo modelo. Para resolver situacdes de desbalanceamento
tem-se a opcao de aplicar a técnica de subamostragem do conjunto majoritario, so-
breamostragem do conjunto minoritario ou uma combinacdo das duas técnicas. Nes-
te caso, optou-se pelo método SMOTE, técnica de sobreamostragem (oversam-
pling), onde se cria novos casos sintéticos associando cada caso da classe minorita-
ria a um de seus k vizinhos mais proximos, escolhidos aleatoriamente, até equalizar
0s numeros de classificacdo. O fato dessa técnica simplesmente ndo duplicar os da-
dos da classe minoritaria, evita a possibilidade de sobreajuste porque muitos dados
ficariam idénticos. A sobreamostragem € aplicada somente sobre o conjunto de da-
dos de treinamento para garantir que os dados de teste mostrem o desempenho de

como seria a aplicagao real.

Figura 13 — Balanceamento de Classes.
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Fonte: Elaboracéo Prépria
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5.3 DIVISAO DE DADOS

Uma vez que os dados foram preparados para servirem de base ao ML, atra-
vés dos algoritmos selecionados neste artigo, torna-se necessario a divisdo destes
dados em 2 grupos de instancias aleatorias, um para treinamento e outro para teste,
este Ultimo usado somente apds a geracao do modelo para coloca-lo a prova. Estes
grupos, treino e teste, costumam estar em uma relacao percentual de 80-20 ou 70-
30 respectivamente, conforme escolha adotada para o estudo, e neste caso, optou-
se pela relacdo 80-20. Uma outra divisao importante, ocorre sobre o grupo treina-
mento, criando um grupo de valida¢do usado para avaliacdo de diferentes modelos
com diferentes hiperparametros ou parametros ajustaveis que permitem tunar (cus-
tomizar) o modelo em busca do seu melhor desempenho.

Para ter uma validacéo otimizada do treinamento, foi decidido pela utilizagao
da técnica de validagéo cruzada k-fold (Figura 14), o que significa dividir o grupo de
treinamento em k partes iguais, e avaliar o melhor desempenho executando o trei-
namento k vezes, onde a cada execugdo o grupo de validagcdo assumira uma das
partes e o grupo de treinamento, as demais.

Como a normalizacéo do conjunto de dados foi aplicada apenas para os algo-
ritmos KNN, MLP, Regressdo Logistica e SVM, passaram a existir 2 conjuntos de
dados, um original com as diferentes ordens de grandezas em suas variaveis, e ou-
tro normalizado com uma Unica ordem de grandeza. Desta forma, cada um destes
conjuntos de dados foi dividido, gerando seus respectivos grupos de treinamento,

validacéo e teste.
Figura 14 — Validagéo Cruzada K-Fold (5).
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FOLD 1 l FOLD 2 l FOLD 3 l FOLD 4 l FOLD 5
FOLD 1 l FOLD 2 l FOLD 3 l FOLD 4 l FOLD 5

FOLD 1 l FOLD 2 l FOLD 3 l FOLD 4 l FOLD 5

Fonte: LEITE, 2020
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5.4 TREINAMENTO E OTIMIZACAO DOS MODELOS

Existem métodos que conseguem verificar a melhor performance de um mo-
delo para diversas combinacdes de hiperparametros, funcionando como um ajuste
fino do processo. No presente estudo, foi utilizado um método que seleciona e treina
o modelo com um numero de combinacdes aleatérias em uma grade de combina-
cOes possiveis, obtendo a combinagcdo que apresentou melhor desempenho. A im-
plementacdo deste método ocorreu através de algoritmo de busca aleatéria, sendo
definida a quantidade de combinacfes a serem treinadas através do parametro “na-
mero de iteracBes” (n_iter), e quantas partes o conjunto de dados sera dividido para
aplicacdo da validacdo cruzada (Figura 14) através do parametro “namero de divi-
sbes” (n_splits). A aplicacdo da validacdo cruzada exigiu 0 emprego de um recurso
implementado pela funcdo pipeline, recurso este que evitou a utilizacdo dos dados
de treinamento com sobreamostragem pelas partes usadas para validacéo, ou seja,
essas partes utilizaram dados de treinamento desbalanceados, seguindo o principio
de que testes e validacdes devem ser feitos sobre dados que refletem a situagéo

real.

Tabela 3 — Aplicacao Método de Algoritmo de Busca Aleatoria.

A COMBINACOES
ALGORITMO CLASSIFICADOR GRADE DE HIPERPARAMETROS = A MELHORES ESTIMADORES TEMPO
GRADE | ITERACOES | K-FOLDS | AJUSTES
“criterion: ['gini, 'entropy], {'decisiontreeclassifier__splitter’ 'random,
"splitter": ['best, 'random’], 'decisiontreacassifier__min_samples_split" 5,
A - "min_samples_leaf: [1, 2, 4], 'decisiontreaclasifier__min_samples_leaf' 1, .
Arvore de Decisdo “min_samples_split': [2, 5, 10], 144 72 1o 720 'decisiontreecassifier__max_festures" 'sqrt’, 05mn
"max_features": ['sqrt’], 'decisiontreedasifier__max_depth': None,
"max_depth™ [3, 5, 7, None] ‘decisiontreed asifier__criterion’: 'gini'}
“criterion”: ['gini,'entropy], {'randomforestclassifier__n_estimators': 200,
"bootstrap™ [True], 'randomforestclassifier_min_samples_split' 5,
"n_estimators": [50,100,200], ‘randomforestclassifier_min_samples_leaf: 4,
Random Forest "min_samples_lesf": [1, 2, 4], 162 20 10 200 |'randomforestclassifier_max_features' 'sqrt!, 3 min
"min_samples_split": [2, 5, 17], ‘randomforestclassifier_max_depth': 7,
"max_festures": ['sgrt’], ‘randomforestclassifier__criterion”: 'entropy’,
"max_depth" [3, 5, 7] 'randomforestclassifier_bootstrap’: True)
Naive Bayes "war_smeaothing”: np.logspace(2 -3, num=100) 100 100 10 1.000 ;a;?ussiannb_var_srnwming': LETIEITAIBEOEI e 0,5mn
. list{range(1,31)) {'kneighborsclassifier__weights" 'distance’, _
K-Nearest Neighbors ['uniform’, 'distance] &0 w0 1o 00 'kneighborsclassifier__n_neighbors" 2} L min
"penaity"™: ['IL','2'], {"logisticregression__solver': 'liblinear’,

- - "salver": ['Ibfes, liblinear'], 'logisticregression__penalty': 12", _
Regressdo Logistica "C* np.logspace(-5, 8, 15), 120 25 10 250 logisticregrassion_max_iter': 500, 2 min
"ma_iter": [500] 'logisticregression__C" 1=-05}

. "C":[0.1,1, 10, 100] . . .
Support Vector Machine "gan’[l ma:': 10.1: D.Dl]: 0.001] 12 5 10 50 |{'svc__gamma':0., 'svc__C" 100} 77 min
"hidden_layer_sizes': [(50,50,50),
(50,100,50), (100,]], ::'I'I'Ilpl:l as?ifier_sul\o\elr': 'Iadan'l',
“actiation”: ['tanh’, ‘relJ’, logistic'], ,m:pc:az?er—rax‘.mg ) ::')J'ad ptive!
N I ) mipclassifier__learning_rats": 'adaptive’,
hver": ['sgd’, 'ad
Multilayer Perceptron solver": ['sgd, 'adam’], % 10 10 100 |'mipclassifier_hidden fayer_sizes: (50, 50, 50, 35 min
"alpha": [0.0001, 0.05], , . )
. o mipclazsifier__eary_stopping”: True,
max_iter": [100], ‘mipclassiier__alpha' 0.0001,
"early_stopping": [True], 'mipclassifier__activation': relu'}
"learning_rate": ['constant','adaptive’]

Fonte:

Elaboracéo Prépria
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Na Tabela 3 pode-se observar a grade de hiperparametros que foi considera-
da para as combinagdes possiveis, 0 numero de iteragbes para as combinacdes ale-
atorias, o numero de divisdes (k-folds) e os melhores estimadores, aqueles que cada
classificador apresentou melhor desempenho. Também € apresentado o custo com-
putacional para treinar cada modelo, através da variavel de tempo.

ApGs o processamento, foi aplicada a validagdo dos melhores estimadores
com o resultado sendo observado na Tabela 4, através dos valores de acuracia mé-

dia e desvio padrao.

Tabela 4 — Validacdo de melhores estimadores

ALGORITMO CLASSIFICADOR |ACURACIA MEDIA ::;;ﬂﬁ%
Arvore de Decis3o 99,92% 0,12%
Random Forest 99,25% 0,42%
Naive Bayes 95,2 7% 0,98%
K-Nearest Neighbors 99,93% 0,14%
Regressdo Logistica 89,75% 1,40%
Support Vector Machine 95,72% 0,76%
Multilayer Perceptron 98,49% 1,10%

Fonte: Elaboracgao Propria

A acuracia média e o desvio padrdo apresentados demonstram o quanto cada
modelo esta generalizando, indicando melhor performance quanto maior for a acura-
cia e menor for o desvio padréo.

Observou-se que de uma maneira geral os classificadores tiveram um bom
desempenho com acuracia média alta e desvio padrdo baixo. A acuracia média dos
modelos ficou acima de 89,5%, ou seja, de cada 100 previsdes todos os modelos
acertaram mais de 89, destacando-se os modelos baseados em Arvore de Decis&o,
Random Forest, KNN e Multilayer Perceptron, com uma taxa de acerto acima de 98
para cada 100. O desvio padréo por sua vez, apresentou uma taxa de dispersédo dos
dados em torno da média, abaixo de 1,5%, o que significa tendéncia para os dados
estarem proximo do valor esperado, destacando-se os modelos baseados em Arvore
de Decisdo e KNN, com valores abaixo de 0,15%. Concluiu-se entdo que os indica-
dores sinalizaram para o prosseguimento do estudo em busca do melhor classifica-

dor dentre os 7 modelos criados.
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5.5 AVALIACAO DE RESULTADOS

Os modelos de classificacéo treinados e validados com os melhores estima-
dores, identificados a partir da otimizacdo dos hiperparametros, foram testados me-
diante a previsdo de classes sobre um conjunto de dados desconhecido, simulando
situacdes reais. Estes dados representam 20% dos dados coletados para este estu-
do, conforme explicado na secéo 5.3.

A avaliagdo de desempenho dos modelos na tarefa de prevé corretamente as
classes sobre dados novos, ocorreu a partir da medicdo dos resultados através de
diversas métricas de classificacdo, conforme sera descrito a seguir.

A primeira fonte de informacé&o para medir a qualidade dos modelos de classi-
ficacdo binaria treinados foi a matriz de confusédo (Figura 15), apresentando a quan-
tidade de classes positivas e negativas reais e previstas. Destacaram-se como mo-
delos mais equilibrados, os classificadores Arvore de Decisdo e KNN, praticamente
nao errando suas previsdes, considerando apenas uma falha na classe positiva com
um percentual ndo superior a 0,07%. Em contrapartida, destacaram-se como 0S mo-
delos que mais erraram, o classificador SVM com uma taxa de 14,32% da classe
positiva, e o classificador Regressao Logistica com uma taxa de 8,47% da classe

positiva e 62,02% da classe negativa.

Figura 15 — Matriz de Confuséo
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Fonte: Elaboracéo Prépria
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Assim como na validacdo dos modelos durante o treinamento, constatou-se
também uma alta taxa de acertos sobre o conjunto de dados de teste, através do
calculo de acuracia nas previsfes conforme Tabela 5, o que sinaliza para uma gene-
ralizacdo ja que os modelos tiveram 0 mesmo bom desempenho dos treinos nas
previsdes com dados novos. Com isso, pode-se dizer que o resultado desta métrica
nao caracterizou sobreajuste (overfitting) nos modelos, os validando. Os modelos
que mais uma vez se sobressairam no acerto de previsdes foram os classificadores
Arvore de Decisdo e KNN com uma taxa de 100%, seguidos do Random Forest e
MLP com 99%.

Tabela 5 — Métricas de Classificagédo

ALGORITMO CLASSIFICADOR | ACU R;\CIA‘I‘ PRECISROT RECALL4 | F1-SCORE4* | MCC4 | LOG-LOSS.. | AUPRC | AUROCH
Arvore de Decisio 100% 100% 100% 100% 0,99 0,02 1,0000 0,9997
Random Forest 99% 100% 99% 99% 0,88 0,06 1,0000 0,9996
Naive Bayes 95% 100% 95% 97% 0,67 1,22 0,9996 0,98596
K-Nearest Neighbors 100% 100% 100% 100% 1,00 0,01 1,0000 0,9998
Regressdo Logistica 89% 97% 92% 94% 0,20 0,68 0,9951 0,8948
Support Vector Machine 96% 100% 96% 98% 0,70 011 0,9993 0,9844
Multilayer Perceptron 99% 100% 99% 100% 0,90 0,04 0,9998 | 0,9948

Fonte: Elaboracgao Propria

Para o negécio aqui estudado, a classe positiva tem maior importancia que a
classe negativa devido ao grande impacto da ndo aplicacdo do setup quando neces-
séario, afetando a qualidade do produto seguinte na linha de producdo, o que pode
gerar prejuizos com perdas de producao ou reclamacéao de cliente, indicador monito-
rado como diferencial de mercado nesta industria. Por esse fato, optou-se pela esco-
Iha das métricas de classificacdo preciséo, revocacao (recall) e f1-score.

Verificou-se que os modelos tiveram bons resultados tanto na precisao quanto
na revocacdo apenas apurando os altos valores apresentados na métrica fl-score.
Isso porque essa métrica calcula a média harmonica entre preciséo e revocagao, o
gue significa ter bons resultados apenas quando os valores forem altos para as 2
métricas, pois a média harménica sempre resulta em valor préximo aos valores mais
baixos envolvidos. Os melhores resultados de fl-score (Tabela 5) ficaram com os

modelos de classificadores baseados em Arvore de Decisdo, KNN e MLP obtendo
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100% de desempenho, seguidos de Random Forest com 99%, SVM com 98%, Nai-
ve Bayes com 97% e Regressao Logistica com 94%.

A apuracgdo da métrica revocacdo de forma isolada se torna interessante por
porque nela os falsos negativos (“ndo passar setup quando € necessario”) sao con-
siderados mais prejudiciais que os falsos positivos (“passar setup quando néo € ne-
cessario”), o que corrobora com a expectativa do negoécio conforme ja explicado.
Esta métrica confirmou o quanto de valores positivos foram detectados no conjunto
de teste por cada modelo (Tabela 5), com destaque para os classificadores basea-
dos em Arvore de Decisdo e KNN com uma taxa de 100%, seguidos pelo Random
Forest e MLP com 99%, SVM com 96%, Naive Bayes com 95% e Regressao Logis-
tica com 92%.

Ainda através dessas métricas, outra forma utilizada para avaliar o desempe-
nho dos modelos foi observando a area abaixo da curva precisdo-revocacao (area
under the precision recall curve), chamada de métrica AUPRC. A grande vantagem
da curva como métrica € que demonstra o desempenho do modelo em varios ou to-
dos os limiares possiveis de classificacdo, e calculando sua area obtém-se o resul-
tado desta curva em um unico numero, considerado melhor quanto mais proximo de
1 tiver. Os resultados obtidos com a métrica AUPRC (Figura 16) foram de 1 para os
classificadores baseados em Arvore de Decisdo, Random Forest e KNN, de 0,9998
para MLP, 0,9996 para Naive Bayes, 0,9993 para SVM e 0,9951 para Regressao

Logistica.
Figura 16 — Curva PRC, Métrica AUPRC
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Fonte: Elaboragao Propria
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Uma outra métrica baseada em curva é a AUC ou AUROC, area sob a curva
ROC (Receiver Operating Characteristic), onde é tragcado um trade-off entre Taxa de
Verdadeiro Positivo e Taxa de Falso Positivo com valores entre 0 e 1, onde quanto
maior o valor, melhor é a capacidade do modelo em identificar se uma classe deve
ser positiva (“aplicar setup”) ou negativa (“ndo aplicar setup”). Nesta métrica obser-
vou-se (Figura 17) melhor desempenho no classificador baseado em KNN com AUC
de 0,9998, seguido do classificador baseado em Arvore de Decisdo com AUC de
0,9997, Random Forest com 0,9996, MLP com 0,9948, Naive Bayes com 0,9896,
SVM com 0,9844 e Regresséao Logistica com 0,8948.

Figura 17 — Curva ROC, Métrica AUC
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Fonte: Elaboracgao Propria

Foi utilizado neste estudo, uma métrica que resume todas as possibilidades
de uma classificagéo binaria, o MCC, que retorna um valor no intervalo entre -1 e 1,
onde 1 é considerado uma “classificacdo perfeita’, 0 uma “classificacdo aleatéria”,
um “chute”, e -1 uma “classificacdo errada”. Observou-se o modelo com melhor re-
sultado nesta métrica (Tabela 5), o classificador baseado em KNN com valor 1, se-

guido do classificador baseado em Arvore de Decisdo com 0,99, MLP com 0,90,
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Random Forest com 0,89, SVM com 0,70, Naive Bayes com 0,67 e Regressao Lo-
gistica com apenas 0,2.

Para verificar o quanto as previsdes estavam proximas dos valores reais, ava-
liou-se a métrica log loss, uma funcao de custo que retorna um valor entre 0 e infinito
conforme a performance probabilistica do modelo ao errar previsdes. Quanto maior
for a probabilidade indicada para uma previsao ser certa quando néo era, maior o
valor do log loss, penalizando o modelo pelo grau da falha. Um modelo confiavel teré
um log loss préximo a 0, e neste estudo os modelos que se mostraram mais confia-
veis (Tabela 5) foram os classificadores baseados em KNN com 0,01, em Arvore de
Decisédo com 0,02 e em MLP com 0,04. Os classificadores baseados em Naive Ba-
yes e Regressdo Logistica se destacaram como 0os menos confiaveis, com log loss
de 1,22 e 0,68, respectivamente.

Complementarmente as métricas de classificacdo apuradas, foi processado
uma avaliacdo de confiabilidade do classificador baseado em rede neural MLP con-
forme grafico da Figura 18. Observou-se a identificagdo da melhor curva de desem-
penho e taxa de perda (loss) ao longo do treinamento, conforme atuacéo do hiperpa-
rametro early stopping que interrompe o processo de constru¢cdo do modelo quando

este deixa de melhorar para evitar sobreajuste (overfitting).

Figura 18 — Curva Desempenho MLP
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6. CONSIDERACOES FINAIS

Este artigo demonstrou como a aprendizagem de maquina pode ser util na
construcdo de modelos que apoiem decisdes importantes para 0 processo produtivo
de uma industria, indicando neste caso, quando a produ¢cdo de uma indastria téxtil
deve ser interrompida para ajustes de parametros de especificacdo da maquina que
processa o tratamento quimico dado aos tecidos produzidos, lonas para reforco de
pneus.

Ficou claro a importancia da preparacdo dos dados com aplicacdo de todas
as técnicas necessarias para atender aos requisitos que possibilitam tirar o melhor
de cada algoritmo, ja que cada classificador se comporta de maneira mais ou menos
adequada conforme o contexto que lhe é apresentado.

Outro aspecto abordado visto como fundamental para tirar proveito do melhor
de cada algoritmo foi a utilizacdo de métodos para validar o modelo ainda na fase de
treinamento com dados desconhecidos, simulando uma série de combinacdes de
parametros até chegar naquela considerada mais otimizada para obter um melhor
desempenho para cada modelo.

Observou-se nos classificadores baseados em SVM e redes neurais MLP
uma demanda por mais recursos computacionais para o treinamento e validacédo de
seus modelos, o que influenciou a decisao de ter menos iteragdes. Assim, sugere-se
entdo um aumento destes recursos computacionais em trabalhos futuros com a fina-
lidade de obter maior ganho de performance.

Os resultados finais obtidos apontaram para os modelos de classificacdo ba-
seados em KNN, Arvore de Decisio, redes neurais MLP e Random Forest pelos ex-
celentes desempenhos observados, considerando que em todas as métricas apura-
das obtiveram altas taxas de acertos gerais, e altas taxas de acertos e deteccéo de
classes positivas, mais relevante neste estudo, inclusive na média ponderada dos
limiares possiveis. Como também foi constatado baixas taxas de erros em suas pre-
visdes. A excecao no desempenho destes 4 classificadores ficou por conta da métri-
ca MCC, onde KNN e Arvore de Decis&o tiveram um destaque muito maior que 0s
modelos MLP e Random Forest.

Concluiu-se entdo que a escolha do melhor modelo ficaria entre os classifica-
dores KNN e Arvore de Decisdo, e a decisdo final passaria pela avaliacido das van-

tagens e desvantagens dos mesmos conforme descrito na secdo 3. Confrontando-os
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pelas vantagens, destacou-se o fato do algoritmo KNN ser muito rapido pela caracte-
ristica de fazer predicdo baseando-se em memorizacao dos dados de treino, a cha-
mada aprendizagem por analogia, e pelas desvantagens, destacou-se o fato do al-
goritmo Arvore de Decisdo ser instavel a modificacbes, podendo alterar suas previ-
sOes a partir de uma leve mudanca nos dados, sendo assim, este estudo indicou
como vencedor’ o modelo ML baseado no classificador KNN.

A partir dos resultados satisfatorios deste trabalho, sera desenvolvido uma
aplicacao para colocar o modelo ML vencedor em producdo, como uma ferramenta
de apoio a tomada de decisdo na area produtiva da industria téxtil selecionada para
este estudo, sendo vislumbrado a expanséo para outras unidades da corporacéo a

qual pertence.
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